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Resumo

Estamos a viver numa era em que o elevado crescimento tecnolégico tem proporcionado
um grande aumento da quantidade de informagao disponivel. Desta forma, os dispositivos
que recomendem informagdes devem utilizar mecanismos que permitam classificar e
seleccionar a informacao de forma contextualizada, focada no publico-alvo e nas suas
necessidades.

Como resposta a necessidade de selecgao de informacdo surgem os métodos de atengido
selectiva artificial, que tém como objectivo filtrar as informagdes que apresentam maior
interesse para cada utilizador.

Nesta dissertagao é apresentado um sistema de recomendac¢do baseado nos conceitos de
relevancia, novidade e diversidade.

Palavras-Chave

Atencio selectiva, Relevancia, Novidade, Diversidade, Sistemas de Recomendacio.



i



Indice

Capitulo 1 INtrodUGAO ......cuviiiiiiiic s
1.1 ODJECHVOS oot
1.2 ADOLAAZEM ...
1.3 Estrutura da DISSEITACAO ..ovuvirieiriririeiririeieieistete ettt ettt bbbttt bbb bbb besesesesesesesns

Capitulo 2 Estado da ATTE ..ottt ens
2.1 Sistemas de ReCOMENAACAO ...vvvvririeiririeieieieieieierer sttt sttt ss s s s essssnenes

2001 AAZON ettt bbbkttt bbbttt nes
2120 TIVO ettt bbbt
2.1.3  Google HOtel FIMAET ...ttt
2.1.4  Outros Sistemas de ReCOMENAACAO .....vvvveviuiiriniriririeieicieie sttt ettt
2.2 ALENGCAO SELECTIVA ..vvvvveeiiieieieieieieieieitieitieieiei ettt ettt ettt st e eaea s eseasasasasaes
221 SUIPLESA.iiiiiiiiiiiiii e
2.3 REIEVANCIA ettt sttt sttt sttt 10
231 DiIStANCIA ENLE ATIIDULOS vttt ettt ettt bbbttt esees 11
24 DIVELSIAAAC coreeveviiieciereiriticereccie ettt ettt sttt et b et nseessaeneaenes 15
2.5 Técnicas de ReCOMENAACAO ...cuiuiuiuiuiuiiiiiiiiiiiieieitieieiteiciciee ettt eaeaen 18
2.5.1 Técnica de Recomendagao Comtent-Dased. ............c.uecvvnninicueenninicceiessneeeecesneneesienes 19
2.5.2  Técnica de Recomendacio Collaborative THLEring ............cceneeeveeeveneeeenecanicceenecineciseeienecnnesaenne 20
253 Técnica de Recomendacao Knomledge-Dased...............cecucuvevenieccucreunininiceieieieinineceeneseinesesecaenenenes 23
2.5.4  Técnica de Recomendacido Denzographic FUllering ...............cuccvvicneccuvneucuniccunincenicneesenecseenenns 24
2.5.5  Sistemas de Recomendagao HIDIAOS ...veuieeueuririnininiieieieiriicee ettt eees 24
2.5.6  Técnicas de Recomendagao - Tradegfs..........ccccuveeuiiiuiiniciiiiiiiiiciniciciccicscc s 25
2.6 Petfil dO UHHZAAOL «evvirieieeieiricicieiriretieierecicieistrcicie ettt sttt sttt sneseee 26
2.0.1  Feedback EXPHCITO ....ccuriiieiiiciiciricieirccie ettt 26
2.0.2  Feedback IMPUCItO...uvuiiiiiiiiiiciic s 27
2.6.3  CoNSIUCAO O PEIfIl..uuiuiuiiiirieieieieiecc ettt ettt sttt s e nenas 27
2.7 PLIVACIAAAE ottt 28

Capitulo 3 Arquitectura € ESpPecificacao ......ccoviiuiiiiiiiiiiiiiiiiiicnccccsnes 29

3.1 ArquiteCtura GEral ...coiiiiciiiciiiciicii e 29

il



3.2 Servico de Recomendacio de Informagao (ASA)......cccveerericennieeeneieenreeeereeseesaenennes 30

3.3 Especificacao de SOEWALE .....c.ccucuiuiiiiiiciiciricii e 31
Capitulo 4 DesenvoIVIMENTO .....c.cuiiuiiiiiiiiiiiiiceiii s sasans 33
4.1 Estrutura de DadOS . 33
4.1.1  Perfil do UtIZAAOT ... 34

412 RECUISOS ittt bbb 34

4.2 Aprendizagem do Petfil do UtiZador.......couiuveiiviiiriiiiiicieiececeeeeeeeeeenes 35

E T 0 U 36

4.3 Abordagem de RECOMENAACAO ..cuvuvuveeuiriieiieiieecieeeie ettt ssaes 37
4.4 Técnicas de FIltragem .o ettt saees 38
441 Flragem POT REIEVANCIE oooeoseeseeseseeeseeseesoessessessessessessesses et st ses oot esseet st 38

442 Tlragem POr NOVIAAAE ...ooreeroeeseesoceesoceesoesees et st sseee st see oo 44

443 Filtragem pot DIVErSIAAe. .oooo.ooooooooooeoosoesosooesoesesessosseesoesoesessoesoe et 46

4.5 APHCAGAO CHENLE.....cuvieiieiiiiiiii s 47
Capitulo 5 Resultados.......cciiiiiiiiiiiiiiiiiii s 49
5.1 Avaliacio do Servico de Recomendacao .......vveveveveriririririnininiririsrrrrs st 49
5.2 Avaliacio das Técnicas Collaborative filtering € Demographic Filtering.........c.cvcuvecuvecenevcunecnnenes 53
521  Avaliacio da Técnica de Recomendacio Demographic Filtering .. eoeesveessoeesveessessseessess 53

522  Avaliagio da Técnica de Recomendacio Collaborative Filliring. . smessesseesssessessresss 55
Capitulo 6 CONCIUSOES......covviiiiiiiiiiiiiici s 57
0.1 Trabalho FULULO c.coiiiieiicice ettt 58
REFEICNCIAS 1.ttt 59
AANIEXO A ittt ettt b s 62
ANEXO Buuiiiiiiiii e 63
ANEXO C ot 67
ANEXO D 68

v



Lista de Figuras

Figura 2.1:
Figura 2.2:
Figura 2.3:
Figura 3.1:
Figura 3.2:
Figura 4.1:
Figura 4.2:
Figura 4.3:
Figura 4.4:
Figura 4.5:
Figura 4.6:
Figura 4.7:
Figura 5.1:
Figura 5.2:
Figura 5.3:
Figura 5.4
Figura 5.5:
Figura 5.6:
Figura 5.7:
Figura 5.8:

Amazon - Recomendagio de IEEMNS v.o.eueiriririeueeiriririeieceririeie ettt 4
Sistema de recoOmMendacio TIVO ettt sse e ssesenes 5
Ontologia exiCal. ..o 12
Arquitectura do PPS2-SEMA......ccccconiiiiierricereeeeeee e 29
Servico de recomendacao de INfOrMAaGCAO ..vveveeieriririeieiiiririeceree s 30
Perfil do utiliZador ... 34
EStrutura dOS fECULSOS. ...cvuriieueuiiriririeteietniet ettt s et s et se e eaes 35
Processo de 1eCOMENAAGAO. .....vueueuiuiriririeieiiinieeieeetr ettt 38
Técnica a utilizar para calcular a relevVancia.......ciciiiiiiiiines 39
Sequéncia de SElECEAOD .....c.cviiiiiiiiiiii s 46
Interaccao entre a aplicagao cliente e o servigo de recomendagao .........ceeuveeeneee. 47
APLCACAO CHENLC ...ttt 48
Aplicacido utilizada N2 aValiaao ... 49
Respostas 2 segunda qUESLAO .......ccucuiviiiiiiiiiiciicic s 51
Respostas 2 terCeira qUESTAO cuvviviviiiiiiriiiiiiiiccc st 51
Resultados da questao "Qual o sistema que prefere?”.......c.oveevniveennrcerenenen 52
Precisao da técnica Denmographic Filtering ...........cucevececeveviicivivinicininiceniiccineaens 54
Cobertura da previsao da técnica Demographic Filtering.............vcvvivvivivininicnninines 55

Precisao da técnica Collaborative fillering ...............cvviviivininiiiiniicisieceisisnnens 56

Cobertura da previsao da técnica Collaborative fillering ...........cwcevenevecevnerecununenns 56



Lista de Tabelas

Tabela 1: Matriz de avaliagdes (escala 1 2 5). ..o 21
Tabela 2: Coeficiente Pearson’s Correlation ... 22
Tabela 3: Técnicas de recomendacao - trad@OTES ...ouvvvueueuiririririeieiieee e 25
Tabela 4: Matriz de aVAHAGCOES ....c.cirivirieiereeiriririeiei sttt ettt ettt esetes 35
Tabela 5: Tags de interesse em relagao 208 FESTAULANLES ....cuvviieruriiiiciiriiicieseiieesessseeneaeens 37
Tabela 6: Matriz de avaliacio Utilizadotr X ReCULSO...civveirirecirieirieiisieiieeeeesieesseeseseeenens 42
Tabela 7: Exemplo da informagao demografica dos utilizadofes........cccovvvviviviiiiiiiicininnes 43
Tabela 8: Peso associado 20s tipos de INtEraCOEs......cvviuiuimiiiiiiniiiiiiiiiicrcicre s 44
Tabela 9: Decaimento de memoria em fungao do temMPO .....c.cececeevveicecerenicieerieeeeeeeneneees 45

vi



Capitulo 1
Introducgao

O trabalho desenvolvido enquadra-se no Ambito do projecto TICE Mobilidade', que tem
como objectivo disponibilizar produtos tecnolégicos e inovadores de forma a melhorar a
mobilidade dos cidadios em zonas urbanas.

Uma das vertentes deste projecto visa disponibilizar um servico de recomendagao de
informacdo personalizada e contextualizada com o publico-alvo e as suas necessidades.
Podendo este servico pode ser utilizado por painéis digitais de informag¢iao a bordo de
sistemas de transportes ou aplicagdes turisticas que recomendem pontos de interesse.

O projecto TICE Mobilidade encontra-se estruturado em varios PPS’s (Processos Produtos
e Servigos), que fornecem servicos capazes de tornar mais eficiente a rede de mobilidade
urbana. Sendo que o servico de recomendagido de informacgiao desenvolvido pertence
concretamente a0 PPS2 - SEMA”.

Um dos principais desafios dos sistemas de recomendagdo de informacao esta relacionado
com a capacidade que estes apresentam no processo de sugerir informagoes que sejam do
interesse dos utilizadores.

Como os seres humanos nao sio capazes de processar todas as informagdes recolhidas pelos
sentidos, ao longo do seu processo evolutivo, desenvolveram a capacidade de atencio
selectiva [1]. Esta capacidade permite que os seres humanos seleccionem as informagdes do
meio envolvente que consideram mais relevantes. No entanto, o elevado volume de
informacao a que os seres humanos estao sujeitos no seu dia-a-dia, pode comprometer o seu
desempenho. Nesta vertente ¢ necessario que os sistemas de recomendac¢io implementem
técnicas que permitam evitar sobrecarregar os utilizadores com informacao redundante e
irrelevante.

1.1  Objectivos

O principal objectivo consistiu em desenvolver um servico de recomendagao de informacao,
que dado um conjunto de recursos, permita seleccionar aqueles que sao mais uteis para um
determinado utilizador, inserido num dado contexto e perante determinadas necessidades.

Os recursos a recomendar podem ser pontos de interesse (POIs), como por exemplo:
restaurantes, museus, hotéis etc. Contudo o servico de recomendacio deve ser o mais
genérico possivel, de forma a permitir a adi¢ao de recursos com diferentes origens.

De forma a permitir a interac¢ao dos utilizadores com o servico de recomendac¢iao também
existiu a necessidade de desenvolver uma aplicacdo cliente. Esta aplicagdo cliente também foi
utilizada para avaliar o servi¢o de recomendagao num cenario com utilizadores reais.

Uhttp:/ /www.tice.pt/ projectos/projecto.aspx
2 Seleccdo de informagdo baseada em mecanismos de atencdo selectiva, enriquecimento semantico e
interoperabilidade semantica



1.2 Abordagem

A abordagem a utilizar no processo de recomendagao baseia-se na aplicacio do conceito de
atengao selectiva, que esta fortemente ligado aos conceitos de relevancia, novidade e
diversidade. Numa primeira fase, sao filtrados os recursos mais relevantes para o utilizador,
tendo em conta as caracteristicas de cada recurso, e as necessidades, perfil e contexto do
utilizador.

Com o objectivo de excluir os recursos com os quais o utilizador ji se encontra
familiarizado, ¢ utilizado um modelo computacional do conceito de novidade. Este modelo
permite filtrar os recursos que apresentam maior novidade para o utilizador, com base no
histérico de interac¢des que o utilizador ja teve com os recursos.

Com o objectivo de excluir recursos repetidos ou muito semelhantes, é utilizado um filtro
que recorra ao conceito de diversidade. O objectivo ¢ seleccionar os recursos que
apresentam maior diversidade entre si, de forma a nao sobrecarregar o utilizador com
informacao repetida ou muito semelhante.

Através da aplicagao destas trés fases de filtragem, é possivel seleccionar um conjunto de
recursos diversos que sdo relevantes e apresentam novidade para o utilizador em questao.

1.3  Estrutura da Dissertagao

Este documento esta estruturado em seis capitulos. No Capitulo 2 é descrito o estado da
arte. No Capitulo 3 ¢ feita uma analise da arquitectura do projecto PPS2 - SEMA. No
Capitulo 4 sao detalhados as técnicas de filtragem, as estruturas de dados e o processo de
recomendacao. No Capitulo 5 sdo apresentados os resultados que avaliam o sistema de
recomendacao. Por fim, sao apresentadas as conclusées no Capitulo 6.



Capitulo 2
Estado da Arte

Actualmente existem um grande ndmero de aplicagbes e dispositivos que tém como
objectivo recomendar informagdes aos utilizadores. Geralmente estes sistemas permitem
recomendar determinados informagoes, em fungdo do perfil, contexto e necessidades dos
utilizadores. Na seccdo 2.1 siao apresentados alguns sistemas de recomendagao de
informacao.

O elevado crescimento tecnolégico tem proporcionado um aumento drastico da quantidade
de informacao disponivel. Desta forma, os dispositivos que recomendem informagdes
devem utilizar mecanismos que permitam classificar e seleccionar a informagdao de forma
contextualizada, focada no publico-alvo e nas suas necessidades.

Varias abordagens tém sido propostas, indo a maior parte no sentido de diminuir a carga
cognitiva. Desta forma, reduzir a quantidade de informagdo apresentada ao utilizador de
acordo com as suas necessidades e conhecimento prévio é um desafio dos sistemas de
recomendacio.

2.1 Sistemas de Recomendacao

O primeiro sistema de recomendacao foi o Tapestry [2], desenvolvido por investigadores da
Xerox Palo Alto Research Center, com a motivagio de resolver a sobrecarga de e-mails
existente no centro de pesquisa.

O Tapestry tinha como objectivo filtrar e arquivar os e-mails que chegavam diariamente, de
acordo com as opinides dadas pelas pessoas que ja efectuaram a sua leitura. Desta forma,
este sistema utilizava uma abordagem colaborativa, baseada nas opinides da comunidade.

Na literatura é possivel encontrar varias defini¢des para sistema de recomendagdao. De
acordo com Burke [3], um sistema de recomendac¢ao é um sistema que guia o utilizador de
forma personalizada para objectos uteis ou de interesse com base num largo espago de
opgoes possiveis.

Para Vozalis e Margaritis [4] os sistemas de recomendagao foram definidos com o objectivo
de lidar com o problema da sobrecarga de informagao. Para Blanco-Fernandes et al. [5] os
sistemas de recomendagao podem auxiliar as pessoas a escolher um plano de viagem,
indicando lugares para visitar, op¢oes de hotéis, companhias aéreas, de acordo com as
preferéncias indicadas no seu perfil.

2.1.1 Amazon

O sistema de recomendagio utilizado pela Amazon’ é um dos mais populares. Os
utilizadores desta plataforma recebem recomendagdes de diversos produtos, que sio
sugeridos com base em varias estratégias.

3 www.amazon.com



Uma técnica utilizada ¢é designada por Collaborative filtering, esta técnica que permite
recomendar os itens que foram da preferéncia de outros utilizadores que tém um perfil
semelhante ao do utilizador alvo. Deste modo, em primeiro lugar é obtida a vizinhanca do
utilizador alvo (com base no histérico de compras), sendo recomendado ao cliente alvo os
produtos que sio mais populares para este grupo de utilizadores.

Na Figura 2.1 ¢ demostrado um exemplo em que sao recomendados os itens que foram
comprados pelas pessoas que também compraram um determinado item.

Customers Who Bought This Item Also Bought

»

ws

o7

' { Marware Sportsuit Sensor Polar WearlLink+ transmitter Tune Belt Sensor Pouch for
Case for Mike + iPod Sport Kit  Mike+ Mike+iPod Sport Kit Sensar
for iPod nano 3G (Black) JSededede s (26) Prdrdrdcde (77)
Yodededede (198) $63.60 $3.09
38.27

Figura 2.1: Amazon - Recomendagio de itens

Outra estratégia utilizada para recomendar itens é analisar o histérico de compras de cada
utilizador, e recomendar os itens que estejam associados (pertencentes a mesma categoria).
No entanto o utilizador também pode filtrar as recomendacdes sugeridas com base na sua
categoria.

212 TiVo

TiVo' ¢ uma é um servico de televisio bastante popular nos EUA, que incorpora um sistema
de recomendagio com o objectivo de sugerir programas que sejam do interesse dos
utilizadores.

O sistema de recomendagao utilizado pela TiVo utiliza a combinag¢io das técnicas
Collaborative filtering e Content-based filtering. Com a primeira técnica as recomendagdes sao
efectuadas com base nas preferéncias dos utilizadores que tém um perfil semelhante ao do
utilizador alvo. Através da técnica Content-based filtering os programas recomendados sdo
aqueles que possuem caracteristicas (actores, género, tema) que o utilizador gostou no
passado.

4 http:/ /www.tivo.com/



TiVo's Suggestions
' That '70s Sh 4/10 )

2 Saturday Night Live

4 The Drew Carey Show

1
|
| 3 Oscar
1
|

5 Back to School
| 6 The Owl and the Pussycat

7 Innerspace

Figura 2.2: Sistema de recomendacio TiVo

O processo de recomendacio ¢é efectuado com base no feedback dado pelos utilizadores,
sendo que este feedback pode ser obtido de forma explicita ou implicita. O feedback explicito
¢ fornecido pelo utilizador através dos botdes “gosto” ou “nao gosto” associados a cada
programa.

Também ¢é possivel recolher informacdo sobre cada utilizador de uma forma implicita, por
exemplo através da andlise do comportamento de cada utilizador, verificando os programas
que sio frequentemente visualizados e gravados. O feedback proveniente de cada utilizador
permite definir o seu perfil e consequentemente as suas preferéncias.

2.1.3 Google Hotel Finder

O Google Hotel Finder’ permite recomendar os hotéis mais apropriados para cada pessoa
de acordo com as suas preferéncias e necessidades. Este sistema de recomendacao utiliza a
técnica de filtragem Knowledge-based, ou seja, os utilizadores tém de especificar as
caracteristicas dos hotéis (numero de estrelas, limite de preco) que estdo interessados. Como
os hotéis estio associados a um espaco geografico, também ¢é tido em consideragao a
distancia a que cada hotel se encontra da localizagao desejada pelo utilizador.

2.1.4 Outros Sistemas de Recomendagio

O TaxiMedia [6] ¢ um sistema de informagao interactivo e sensivel ao contexto, tendo sido
aplicado numa rede de taxis. O objectivo deste sistema ¢ entreter 0s passageiros € a0 mesmo
tempo mostrar noticias e publicidade que sejam do interesse do utilizador.

A forma de seleccionar a informac¢ao a ser mostrada esta relacionada com o contexto do
utilizador. Relativamente ao contexto sio tidos em conta parametros como: localizagido
espacial e temporal, condi¢des climatéricas, destino do utilizador etc.

Um dos pontos fracos deste sistema é ndo ser possivel saber informagdes pessoais acerca
dos passageiros, como o género, idade, etc. Uma vez que nido ¢é efectuada nenhuma
autenticagao dos passageiros no momento em que estes entram no vefculo.

5 http:/ /www.google.com/hotelfinder



TouristGuide [7] é uma aplicagdo que tem a funcdo de prestar um servico de guia aos
touristas da cidade de Adelaide, Australia. Esta aplicagdo apenas se concentra no contexto
do utilizador, sobretudo na vertente da localizacdo. Consoante a localizacao do utilizador,
sao mostradas informag¢des que poderao ser do seu interesse, como cabines telefonicas,
casas de banho, e outros servicos que estejam localizados na sua proximidade.

O Guide [8] ¢ uma aplicagao que fornece informagOes turisticas com base no perfil
(preferéncias) e contexto dos utilizadores (informaciao temporal e geografica). Ao contrario
do sistema anterior, existe a preocupacao de fornecer informagées enquadradas com o tipo
de perfil, sendo que o perfil é especificado pelo préprio utilizador.

O Sightsplanner® é um sistema de recomendacio turistica, que tem como objectivo
recomendar um plano turistico aos visitantes da cidade Tallinn (Esténia). Os utilizadores
podem especificar as suas preferéncias, ou seja, indicar o tipo de pontos de interesse que
desejam visitar: eventos, arte e museus, arquitectura, desporto, etc.

Como os pontos de interesse tém diferentes localizagdes e horarios de funcionamento, o
utilizador tera de fornecer informagoes sobre o seu contexto. O contexto ¢ constituido pela
data e hora a que se pretende iniciar a visita e o meio de deslocagio, que pode ser de carro
ou a pé.

O plano apresentado é constituido por uma rota de pontos de interesse tendo em conta as
preferéncias e o contexto do utilizador. Uma das limitagdes deste sistema é nao guardar a
informacao sobre os pontos de interesse ja recomendados a um determinado utilizador,
desta forma as novas recomendagdes podem apresentar pontos de interesse que ja foram
sugeridos anteriormente.

2.2 Atengio Selectiva

A atengao selectiva “é a habilidade que o individuo possui para direccionar o foco de
aten¢ao a um ponto especifico no meio ambiente”.

No dia-a-dia, os seres humanos estdo submetidos a uma grande quantidade de informagoes,
contidas no meio ambiente em que estes estdo inseridos. Dependendo da actividade e das
preferéncias de cada ser humano, estas informagoes podem ser consideradas relevantes ou
completamente ignoradas. Contudo, ¢ apenas a partir da adolescéncia que se adquire a
capacidade de seleccionar as informagoes relevantes, a0 mesmo tempo que se descarta o que
¢ irrelevante.

Os estudos de Jon Driver [9] mostram que os seres humanos apresentam dificuldade em
processar toda a informac¢ao que é captada pelos sentidos. Desta forma, apenas existe um
oco de interesse numa pequena gama de informagdes relacionadas com as suas preferéncias
foco de int g de inf G lacionad f 1
pessoais ou que causem algum tipo de surpresa.

O conceito de atengao selectiva comegou a ser estudado durante a década de 50, sendo que
as primeiras experiéncias basearam-se no fenémeno “cocktail party” [10].

Estas experiéncias consistiam em colocar varios individuos numa sala a conversar a0 mesmo
tempo. O objectivo era analisar a capacidade que os seres humanos tém em se concentrar e

6 http:/ /tallinn.sightsplanner.com/maps/show
P ghtsp P



obter informagao, apesar de todas as mensagens que eram geradas em simultaneo e do ruido
existente.

Em 1953, Cherry [11], para conseguir entender o fendémeno “cocktail party” realizou
experiencias que envolviam a escuta de audio. Nestas experiéncias colocou-se um individuo
a escutar uma mensagem diferente por cada ouvido, e pedia-se para se concentrar apenas
num ouvido e em seguida replica-se a informagao recebida.

O resultado fol que a mensagem em que nao se prestava atengao era completamente
perdida, mas quando esta mensagem sofria variagdes (idioma, tom de voz), o individuo
conseguia identificar algumas das variagoes apesar de nao saber do que se tratava.

Com o avangar das investigacdes de atencao selectiva surgiram os modelos de filtro. Estes
modelos sugerem que todas as informacoes obtidas do exterior, passam por um filtro que
apenas selecciona as informagoes mais relevantes.

Broadbent elaborou aprofundamentos nas pesquisas iniciadas por Cherry e propos a teoria
de filtro de Broadbent [12] em 1958. A sua importancia é reconhecida, porque conseguiu
relacionar os fendémenos psicolégicos com conceitos de processamento de informagao
provenientes das ciéncias informaticas e matematicas.

Baseando-se no trabalho de Chery que concluiu que os seres humanos apenas tinham a
capacidade de prestar atencdo a uma mensagem de cada vez, Broadbent propos um filtro
que opera sobre as caracteristicas fisicas das mensagens, como o tom de voz e tipo de som.

O processo de filtragem ¢ feita de forma consistente com as preferéncias das pessoas, sendo
que apenas uma mensagem ¢é seleccionada para posterior processamento, as restantes sao
perdidas. A utilizagdo do filtro previne que ocorra um excesso de mensagens, com o
objectivo de evitar a sobrecarga do sistema, simulando desta forma a incapacidade que os
seres humanos tém em processar todas as mensagens captadas pelos sentidos.

Em 1964 Treisman propoés o Modelo de Atenuagao Treisman [13], este modelo ¢
constituido pelo filtro de Broadbent que permite seleccionar as mensagens de acordo com as
suas caracteristicas fisicas. A grande diferenca é que este filtro apenas serve como atenuador,
deste modo, os estimulos que nao apresentam interesse para um determinado individuo nao
sao complementarmente eliminados.

A atenuagao realizada pelo filtro pode ser comparada ao baixar do volume, por exemplo se
existir duas fontes de som numa sala (televisdo e radio) é possivel atenuar uma fonte de som
e assistir a outra. Como o filtro ndo elimina por completo as mensagens, apenas atenua a sua
importancia, existe a possibilidade de uma determinada informacdo que foi atenuada ser
atendida. O que nao se verifica no filtro de Broadbent, porque as mensagens nao
seleccionadas sao descartadas.

Com a evolugdo das ciéncias cognitivas, surgiram alguns modelos computacionais de
emocoes. Uma dessas emogdes ¢ a surpresa, que segundo [14] esta relacionado com varios
processos cognitivos como a aprendizagem e a aten¢ao selectiva. Na sec¢ao 2.2.1 esta
descrito o conceito de surpresa e a forma como esta se relaciona com a atengao selectiva.



2.2.1 Surpresa

O efeito de surpresa pode ser definido como uma reac¢ao automatica a um evento que nao
se encaixa no modelo de previsdes de um individuo.

Diversos estudos tém sido apresentados, com o objectivo de determinar a importancia da
sensagdo de surpresa, quando se pretende obter o foco de atengdo por parte dos seres
humanos. Em [15] é apresentado um estudo que procura verificar qual o efeito que leva a
uma maior mudanga de atengdo para um novo conjunto de estimulos, de acordo com varias
métricas.

O estudo foi feito através do calculo do numero de transi¢cGes ao nivel ocular de varios seres
humanos, quando em presenca de varios estimulos visuais de diferentes origens. De acordo
com as suas conclusoes, a surpresa foi considerada a melhor métrica para caracterizar o
efeito que mais atrafa os olhares de cada pessoa.

O modelo psicolégico

Os psicologos definem surpresa como um sentimento ou uma experiéncia provocada pela
observacao de um acontecimento inesperado.

A teoria do esquema [10] representa uma visao de como a percep¢ao humana é organizada e
controlada por estruturas complexas de crengas, chamados esquemas. Um esquema
representa um conjunto de crengas sobre os objectos ou eventos, e pela representagiao de
situagoes passadas permitem prever situagoes futuras.

O efeito de surpresa, neste modelo, é definido por um processo que compara em todos os
momentos, 0s esquemas activos com as informagdes adquiridas em um determinado
instante. Se a informagao for coerente com as crengas do observador, os esquemas nao
precisam de ser actualizados.

Por outro lado, se ha uma diferenca entre aquilo que ¢ conhecido e o que se observa, os
esquemas devem ser revistos. Nessa situacao ¢ experienciado um sentimento de surpresa e ¢
gerado um conjunto de processos cognitivos [17].

Tais processos cognitivos consistem numa sequéncia de quatro etapas que se destina a
preparar as acgoes do observador em resposta ao sentimento de surpresa.

O primeiro processo ¢ simplesmente a avaliagio da discrepancia entre a informacio
adquirida e o esquema. Se o nivel de discrepancia é maior que um determinado limiar, entio
o segundo processo interrompe quaisquer outros processos cognitivos € centra a aten¢ao no
evento inesperado. Com esta mudanca de atengao, o terceiro processo ira analisar e avaliar o
evento, O quarto processo ira rever o esquema que causou a discrepancia.

Esse conjunto de eventos cognitivos e eventual revisio dos esquemas prepara o observador
para situagdes futuras, de forma a lidar melhor com novos e surpreendentes eventos.



O Modelo de Macedo-Cardoso

O modelo de surpresa proposto por Macedo e Cardoso [18], caracteriza a surpresa com base
no grau de imprevisibilidade de um evento. Este modelo foi aplicado num agente artificial,
cuja missao era viajar num mundo limitado, observando edificios, e de acordo com sua
forma inferir a sua fungao. O agente constrdi o seu modelo de crengas de acordo com o que
ele descobre e avaliando as verdadeiras fun¢oes de cada edificio.

O agente apenas se depara com o efeito de surpresa, se o que ele percepciona estd em
conflito com as suas crengas. Por exemplo, o agente detecta um edificio, e através de suas
propriedades o agente determina que o edificio é uma casa com 70% de certeza, e uma loja
com 10% de certeza. Se depois de visitar o edificio, o agente verificar que na verdade, era
um restaurante, ele vai sentir surpresa, porque existe um conflito com as informacoes
presentes no seu modelo de crengas.

Desta forma, sabendo qual o conhecimento do passado, e as crengas de um agente,
consegue-se estimar qual o evento mais esperado, inferindo assim o grau de surpresa. Apos
varias iteracOes, estes autores apresentaram uma expressao matematica que permite modelar
a surpresa humana. A férmula é a seguinte:

Surprise(X) = log,(1 + P(Y) — P(X)) (2.1)

Nesta expressao, a surpresa do evento X ¢ definida como uma diferenca entre a
probabilidade do evento mais provavel, P(Y), e a probabilidade do evento X ocorrer P(X).
Podemos constatar que quanto menor for a probabilidade de um evento ocorrer, maior sera
o valor de surpresa.

S. Vargas [19] utilizou o conceito de surpresa de forma a permitir que as recomendacoes
sugeridas pelo sistema de recomendagdo apresentem novidade. Segundo o autor a novidade
de um determinado item é condicionado pelo somatério de todos os eventos que o
utilizador teve com esse item. Uma forma simplista de calcular a novidade de um item ¢é
determinar a sua popularidade, ou seja, todos os eventos que ocorreram sobre esse item.
Sendo que a novidade ¢ calculada através da seguinte férmula:

1,sep(i)=0 (2.2)

novelty(i) _log, (p(i))
Onde p (i) representa a probabilidade do item i ser observado, sendo que esta probabilidade
¢ calculada com base no conjunto de eventos que ocorreram sobre este item. Um valor
elevado de novidade significa que poucas pessoas interagiram com o item, pelo contrario,
um baixo valor indica que ja ocorreram muitos eventos com o item. Contudo esta equagao
apenas mede a novidade de uma forma genérica, na medida em que o valor de novidade de
um item sera 0 mesmo para todos os utilizadores.

De forma a calcular a novidade de um item em relag¢ao a um utilizador especifico, os autores
propuseram a seguinte equagao:



1,sep(ilu) =0 (2.3)

novelty(i) = { —log,(p(ilu))

Em que p(iJu) representa a probabilidade do utilizador u interagir com o item i, desta
forma quanto maior for a probabilidade, menor sera o valor de novidade.

2.3 Relevancia

Com o objectivo de saber o interesse que cada objecto tem para um individuo, Furnas [20]
formalizou o conceito “fish eye”. Segundo o autor, para definir o interesse de um
determinado objecto, é necessario saber a importancia que o mesmo assume no contexto da
pesquisa, assim como a distancia a que se encontra do alvo.

Sendo assim, um objecto adquire maior valor de interesse, caso esteja mais perto do
utilizador e a sua importancia seja elevada. Caso contrario, o interesse associado ao item sera
menor. A férmula proposta for Furnas ¢ a seguinte:

DOI(x|y) = API(x) — D(x,y) (2.4)

Em que DOI representa o valor de interesse de um dado ponto x, API(x) cotresponde ao
valor de importincia associado ao ponto e D(x,y) descreve a distancia entre o ponto ¢ o
valor alvo desejado.

Pombinho et al. [21] também elaboraram estudos de modo a calcular o valor de relevancia
que cada recurso apresenta para um determinado individuo. Segundo o seu trabalho, a
relevancia pode ser calcula como uma soma pesada das distancias entre os valores alvos
desejados e os valores dos atributos que constituem cada recurso.

k
Rel = 2(1 — Dist(A;, R;) X wy, wy, € [0,1]) (23
j=1

A variavel k representa o nimero de atributos que constituiu um determinado recurso, o A;
representa o valor alvo para o atributo j e o R; indica o valor que estd associado a esse
mesmo atributo.

A funcao Dist ¢é responsavel por calcular a distancia que existe entre o valor do atributo e o
alvo desejado. O Wy indica o peso que esta associado a cada atributo, podendo existir
atributos com pesos diferentes. Desta forma é possivel definir os atributos que sio mais
importantes para o calculo da relevancia.
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2.3.1 Distancia entre Atributos

Para calcular a distancia entre atributos é necessario ter em consideragao o seu tipo, sendo
que a fun¢ao de calcular a distancia tem de ser adaptada a cada situagdo. De um modo geral,
os atributos podem ser classificados como: numéricos, temporais, geograficos e nominais.

Atributos huméricos

Para calcular a distancia de atributos numéricos podem ser utilizadas diversas fungoes,
dependo do atributo em si e do resultado que se pretende obter. Por exemplo, para um
atributo numérico “preco”, normalmente considera-se que os valores situados abaixo do
alvo sao mais relevantes do que os existentes acima do valor alvo. Para esta situag¢ao pode
ser utilizada a seguinte func¢ao de distancia.

R; — min; (2.6)

Dist(R;) = ,Dist(R;) €[0,1]

maxj - mmj

Sendo que o R representa o valor do atributo j e o min; e max; referem-se aos valores
maximos e minimos conhecidos para o atributo.

Como alternativa surge a possibilidade de calcular o valor de distancia, sem ter em atengao
se o valor do atributo se encontra acima ou abaixo do valor alvo. Este comportamento é
descrito pela seguinte equagao.

R; — 4;
L\ Dist(4;R;) €[0,1] (2.7)

DiSt(Aj'Rj) - max; — min;

Sendo que o Aj representa o valor alvo desejado, o R representa o valor do atributo, e o
max; e min; indicam os valores maximos e minimos que podem ocotrer para o atributo j.

Atributos nominais (textuais)

De forma a calcular a distancia entre atributos nominais podem ser utilizadas duas
abordagens. Uma mais simples em que apenas é verificado se o valor do atributo e do alvo
desejado ¢ igual ou diferente.

] 0,se Aj = R; (2.8)
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A outra abordagem consiste no calculo da distancia semantica entre o valor do atributo e o
alvo desejado.

O,Se A] = R]

DLSt(Aj'RJ') - {x, se Aj # R;,x €]0,1]

(2.9)

Sendo que 4; indica o alvo desejado e o R; representa o valor do atributo j. O x representa
a distancia semantica entre 4; ¢ R;.

De forma a calcular a distancia semantica entre dois atributos textuais, pode ser utilizado a
base de dados lexical WordNet'.

O algoritmo implementado pelo WordNet, consiste em percorrer a arvore de termos
lexicais, e encontrar o caminho minimo entre os dois termos pretendidos. A Figura 2.3
descreve a forma como os termos estio organizados.

I instmmé.l.';llality ] I ;;.tic..le ]
| autorrj?tive:.:;'-n-o-t;;- | | blke bicycle | fork

Figura 2.3: Ontologia lexical

O valor de similaridade pode ser calculado através do caminho que une dois termos, ou seja,
¢ efectuado a contagem do saltos que é necessario realizar até chegar ao segundo termo. A
equagdo seguinte representa o calculo de similaridade.

Sim(s,t) = 1/distance(s, t) (2.10)

Podemos constatar que a similaridade ¢ tanto maior quanto menor for a distancia entre os
termos lexicais.

A biblioteca RiTa WordNet® permite executar o processamento sobre a base de dados
lexical, de forma a calcular a distancia semantica entre as palavras.

7 http:/ /wotdnet.princeton.edu/



Atributo Temporal (Horario de funcionamento)

De forma a verificar se um determinado horario de funcionamento, é compativel com o
momento temporal em que o utilizador chega ao local, podera ser utilizado a seguinte
expressao matematica:

1if X = tmax VX < tmin 2.11)

Dist(x,t) = {0, if x> tmin NX < tmax

O x representa é o momento temporal em que o utilizador chega ao recurso desejado, o

tmin tepresenta o horario de abertura do recurso e o tpq, representa o horario de
encerramento.

Atributos geograficos

Para além dos tipos de atributos vistos anteriormente, falta ainda considerar os atributos que
representam coordenadas geograficas. Como forma de calcular a distancia entre atributos
geograficos pode ser utilizada a funcao de Haversine [24].

Esta fungao permite determinar uma aproximacao da distancia fisica em linha recta entre
duas coordenadas geograficas.

Haversine = hav(¢2 — ¢1) + cos (¢p1)cos (¢p2) X hav(¥2 — ¥1) (2.12)

Sendo que:

W1, W2: longitude do ponto 1 e longitude do ponto 2.
¢ 1, p2: latitude do ponto 1, latitude do ponto 2.
hav(0) = sin (8/2)?

A distancia entre duas coordenadas ¢é calculada tendo em conta o raio do planeta Terra.

dist = r X Haversine™! (2.13)

A limitagao desta abordagem ¢ que apenas ¢ calculada a distancia geografica em linha recta,
ou seja, ¢ ignorado por completo a trajectoria associada a estradas e percursos. Como forma
de ultrapassar estas limitagdes pode ser utilizado a API Google Directions’.

Através da API Google Directions, é possivel especificar as coordenadas do ponto origem e
destino, o modo de deslocagdo (carro, bicicleta ou andar), zonas a excluir (portagens,

8 http:/ /www.rednoise.otg/rita/wordnet/documentation/index.htm
? http://code.google.com/apis/maps/documentation/directions
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rodovias), para além de ser possivel especificar as unidades métricas (quilometros ou milhas).
O resultado enviado pelo servico encontra-se no formato JSON'" ou XML, conforme o
especificado no pedido.

Atributos compostos

Existem ainda atributos que podem ser constituidos por um por um conjunto ordenado de
tags. Para se calcular a distancia entre dois conjuntos de #gs pode ser utilizada uma
abordagem inspirada no algoritmo Jaro—Winkler [25].

Este algoritmo é sobretudo utilizado para calcular o grau de similaridade entre duas palavras
ou sequeéncias de caracteres.

. 1l/rm m m-—t (2.14)
Dist(sq,sy) = 5(5_ +—+ —)

Em que S; representa o tamanho do primeiro conjunto e o S, representa o tamanho do
segundo conjunto de caracteres. A variavel m corresponde ao nimero de caracteres que se
repetem nos dois conjuntos. A componente t identifica o nimero de transposi¢oes, ou seja,
o nimero de caracteres que estao presentes nos dois conjuntos mas ocupam posi¢oes
diferentes.

O valor de similaridade entre dois conjuntos de caracteres ¢ calculado a partir do nimero de
caracteres que se repetem nos dois conjuntos. Para esses caracteres também ¢ verificado se
ocupam a mesma posi¢ao nos dois conjuntos.

No entanto, em alguns casos as Zags podem estar associadas a pesos que indicam a sua
importancia. Buttler [26] propos a equacao Weighted Tag Similarity que permite calcular a
similaridade entre dois conjuntos que contenham Zags associadas ao respectivo peso.

Yoy 2 x min(wig, vjx)

(2.15)
ﬁ=1(Wi,k + Vj,k)

WTS(D;, D;) =

O w; i tepresenta a importancia (nimero de vezes que aparece) da Zag k no conjunto D;, da
mesma forma, o v indica a importancia da #2¢ k no conjunto D;.

10 http:/ /en.wikipedia.otg/wiki/JSON
1 http:/ /en.wikipedia.otg/wiki/ XML
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2.4 Diversidade

Os sistemas de recomendacao convencionais adoptaram a estratégia de recomendar os itens
que apresentam maior similaridade com o perfil e preferéncias do utilizador.

No entanto, estudos recentes mostram que o processo de recomendacio baseada apenas na
similaridade entre os itens e o perfil do utilizador nao garante a qualidade das
recomendagoes. Devido ao facto do conjunto de itens recomendado ser extremamente
homogéneo e apresentar poucas alternativas ao utilizador. Nesta vertente, a diversidade do
conjunto de recomendagdes ¢ um factor que contribui para melhorar o grau de satisfagdo
dos utilizadores.

A utilizacdo do conceito de diversidade também ¢é importante quando se pretende reduzir o
numero de dados que sdo seleccionados em cada pesquisa. Nesta vertente, o conceito de
diversidade ¢ utilizado para seleccionar um subconjunto de dados (de dimensao 1) com base
num conjunto de dados de maior dimensio. Sendo que o subconjunto de dados
seleccionado deve conter os itens com informag¢ao mais diversificada entre si, de modo a
oferecer a maior cobertura possivel ao conjunto de dados base.

Esta pratica de redugio do numero de itens a serem mostrados em cada pesquisa, ¢é
sobretudo importante para nao sobrecarregar os utilizadores com informagdes iguais ou
muito semelhantes. Também apresenta interesse para dispositivos de dimensoes reduzidas e
com pouca capacidade de memoria.

Gago et al [27] desenvolveram pesquisas com o objectivo de extrair o conjunto de regras de
uma base de dados que oferece-se a maior capacidade de previsio. No seu caso de estudo,
cada regra representa uma instru¢do numa base de dados, e sao definidas na forma de “IF
condigoges THEN conclusao”. O objectivo é que o subconjunto de regras seleccionado seja o
mais heterogéneo possivel, de forma oferecer a maior cobertura possivel ao conjunto de

dados base.

De forma a avaliar a semelhanga entre as varias regras é efectuada a comparagio entre os
atributos de cada regra, calculando a distancia a que estes se encontram.

Diff (1) = ) (Dist(riq,1ja) X wi) wi € [0,1] 2.16)
a=1

Se o somatério da distancia entre os atributos das duas regras (1; e 1) for zero, significa que
as regras sao iguais. Com base nesta métrica de distancia, os autores elaboraram o seguinte
algoritmo de escolha de regras, que permite seleccionar o subconjunto de regras (de
dimensao n) mais heterogéneo.
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Algoritmo 1 Rule Select

R < Recurso com maior valor de diferenca
Sy —R
while #S,. <n do
for each rule R in S and not in S,
AV « Distancia média de R em relacao S,
endfor
Rinax < Regra com maior valor AV
Sy Sy U{Rmax}
endwhile
return S,

O S corresponde ao conjunto de regras, o n indica o numero de regras que se pretende
seleccionar e o S, corresponde ao subconjunto de regras seleccionado.

Este algoritmo comega por seleccionar a regra que apresente maior valor de distancia em
relagao as restantes, sendo que para calcular a distancia entre cada regra ¢ utilizado a métrica
de distancia descrita na Equagao 2.17.

Deste ponto em diante selecciona-se a regra que apresente o maior valor médio de distancia
em relagdo ao subconjunto S, de regras ja seleccionadas. Este processo repete-se até serem
seleccionadas n regras.

Bradley et all [28] elaboraram estudos relacionados com a diversidade de itens, de forma
melhorar a qualidade dos sistemas de recomendacao. Basicamente o seu objectivo consistia
em seleccionar um conjunto de itens que fossem semelhantes a um determinado alvo
desejado, mas que apresentassem diversidade entre si. Para este efeito, os autores
propuseram trés estratégias: Bounded Random Selection, Greedy Selection e Bounded Greedy Selection.

A estratégia Bounded Random Selection apenas trata a questio da diversidade recorrendo a
processos de selec¢ao aleatéria. Este comportamento ¢ descrito no algoritmo que se segue.

Algoritmo 2 Bounded Random Selection

begin
C' < conjunto de itens de dimensio bk mais similar com t
R « seleccionar aleatoriamente k itens de C’
return R

end

O t representa o item alvo, o C corresponde ao conjunto de itens, o k indica o nimero de
itens a seleccionar e o b corresponde ao limiar de semelhanca a considerat.

Este algoritmo comega por obter um conjunto €’ de dimensio bk que contém os itens com
maior grau de semelhanca ao alvo t. Em seguida selecciona aleatoriamente k itens do
conjunto C'.

Como os itens do conjunto R sao seleccionados aleatoriamente, nao é possivel garantir que
este conjunto contenha os itens que apresentem maior diversidade entre si. Com o objectivo
de superar estas limitagoes os autores propuseram a o algoritmo Greedy Selection.
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Algoritmo 3 Greedy Selection

begin
Re {}
fori=1tok
Ordenar C em funcio de Quality (¢, C, R)
R < R + Primeiro (C)
C <« C — Primeiro (C)
endfor
return R
end

O t representa o item alvo, o C cotresponde ao conjunto de itens, o k indica o nimero de
itens a seleccionar.

Em cada interaccio k os itens sio ordenados em fun¢io da sua qualidade, o item que
apresentar maior valor de qualidade ¢ adicionado ao conjunto R.

A métrica de qualidade desenvolvida pelos autores permite medir a importancia de um
determinado item, com base na sua similaridade com o alvo desejado e na sua diversidade
em relagdo aos itens ja seleccionados.

Quality(t,c,R) = (1 — a) X similarity(t,c) + a X diversity(c,R) (2.17)

O parametro a permite ajustar a importancia que é dada a similaridade do item com o alvo
desejado e a importancia dada a diversidade que o item apresenta em relagdao ao conjunto de
itens ja seleccionados.

O principal problema do algoritmo Greedy Selection esta relacionado com a sua complexidade
algotitmica, uma vez que em cada interac¢ao Kk o conjunto de itens C tem de ser ordenado
em funcao da sua qualidade.

Com o objectivo de diminuir a complexidade apresentada por este algoritmo, ou autores
propuseram a estratégia Bounded Greedy Selection que é baseada nos dois algoritmos vistos
anteriormente: Bounded Random Selection e Greedy Selection.

Algoritmo 4 Bounded Greedy Selection

begin
R {}
('« conjunto de itens de dimensio bk mais similar com ¢
fori=1tok
Ordenar €’ em funcio de Quality (t, ¢, R)
R« R+ Primeiro (C")
C’<— C’ — Primeiro (C")
endfor
return R
end
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O t representa o item alvo, o C cotresponde ao conjunto de itens, o k indica o numero de
itens a selecionar e o b corresponde ao limiar de semelhanca a considerar.

A estratégia deste algoritmo ¢ reduzir o espago de procura que ¢é utilizado pelo algoritmo
Greedy Selection. Deste modo, em primeiro lugar é obtido um subconjunto de itens €’ que
contém os itens mais similares ao alvo desejado.

Com a redugao do espaco de procura consegue-se diminuir a complexidade algoritmica, mas
apresenta a desvantagem de nao ser aplicada a métrica qualidade (Equacio 2.18) a todos os
itens existentes no conjunto C, devido a exclusdo que foi realizada previamente. Deste
modo, existe um compromisso entre a complexidade algoritmica e a qualidade dos itens
seleccionados. Este compromisso esta dependente da dimensio do subconjunto C”
seleccionado.

2.5 Técnicas de Recomendagio

Os sistemas de recomendagao apresentam uma evolu¢do em relacdo a outas aplicacdes de
seleccao de informagdo devido a sua capacidade de fornecer informacgio personalizada e
contextualizada com os utilizadores.

Por exemplo, enquanto motores de busca sio muito susceptiveis a gerar sempre 0s mesmos
resultados para pesquisas idénticas, os sistemas de recomendagdo sao capazes de gerar
resultados mais especificos para cada utilizador com base no perfil e contexto de cada
utilizador em particular.

Os sistemas de recomendagdao tém como objectivo calcular a relevancia que cada item
apresenta para um utilizador em particular. De forma a efectuar esta previsao, podem ser
utilizadas diferentes técnicas de recomendacao que sao: Content-based, Collaborative filtering,
Knowledge-based, Demographic filtering e Hybrid filtering.

A técnica Content-based procura recomendar os itens que sejam semelhantes aos que o
utilizador ja gostou no passado.

A técnica Collaborative filtering tem como objectivo prever os itens que sio mais relevantes
para um determinado utilizador, com base nas avaliagoes feitas por outros utilizadores que
possuem um perfil (preferéncias) semelhante.

A técnica Knowledge-based efectua as recomendagdes com base nas necessidades de cada
utilizador. Desta forma os utilizadores tém de especificar previamente o tipo de informagao
que desejam obter.

A técnica Demographic filtering caracteriza-se por efectuar as recomendagdes com base nas
preferéncias de outros utilizadores que tém um perfil demografico semelhante (idade,
género, estado civil, etc.) ao do utilizador alvo.

A técnica Hybrid filtering surge como uma combinac¢ao das técnicas enumeradas
anteriormente, tendo como objectivo ultrapassar as suas limitagdes de forma a proporcionar
melhores recomendacdes.
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2.5.1 Técnica de Recomendacio Content-based

A técnica de recomendacao Content-based [29] consiste em comparar o conteido de cada item
que se pretende recomendar com as informacdes (preferéncias) associadas ao perfil de cada
utilizador. De um modo geral, o principal objectivo desta técnica é procurar recomendar
itens semelhantes com aqueles que o utilizador gostou no passado.

Por exemplo, num sistema de recomendacio de filmes que utilizasse a técnica de
recomendacao Content-based, o objectivo seria tentar perceber as caracteristicas dos filmes
(actores, director, género, tema) que seriam do interesse de cada utilizador. Desta forma,
apenas os filmes que apresentem elevado grau de semelhanga com as preferéncias do
utilizador seriam recomendados.

Os interesses e preferéncias dos utilizadores podem ser obtidos de forma explicita, neste
caso os utilizadores tém preencher determinados formularios e questionarios de forma a ser
possivel recolher as suas preferéncias.

Também é possivel aprender os interesses de cada utilizador com base no seu histérico de
interacgoes com o sistema de recomendacao. Por exemplo, um utilizador ao pesquisar com
frequéncia itens desportivos esta a demostrar a sua preferéncia por itens relacionados a este
assunto.

Outra fonte de informacao importante para definir o perfil do utilizador, provém da
classificacao que cada utilizador atribui a cada item. De modo a permitir que os utilizadores
avaliem os itens, pode ser utilizado um sistema de votacio “gosto/nao gosto”. Neste caso é
necessario verificar as caracteristicas dos itens que sao mais importantes para cada utilizador
em concentro, porque ¢ através desta informagao que ¢ construido o perfil do utilizador.

A técnica de recomendagao Content-based procura classificar os itens em fungiao da
similaridade que estes apresentam em relagao ao perfil do utilizador, e apenas os itens com
maior classificacio serdo recomendados.

cb(c,s) = sim(profile(c), content(s)) (2.18)

O profile(c) representa o petfil do utilizador ¢, contendo a informacdes sobre os seus
gostos e preferéncias. O content(s) representa o conteido do item s. Comparando o perfil
do utilizador com o contetido de cada item é possivel calcular a relevancia que esse item
apresenta para o utilizador.

A maloria dos sistemas que implementam esta técnica sao sobretudo utilizados para
recomendar itens que contenham informagao textual, como por exemplo: artigos, paginas
Web, noticias, entre outros. Este acontecimento deve-se ao facto de ser relativamente facil
efectuar comparagao entre atributos que contenham descri¢es textuais ou numéricas.

No entanto, a recomendacao Content-based esta limitada pelas caracteristicas dos itens que se
pretendem recomendar. Quando um atributo nao esta associado ao item, o sistema de
recomendacdo nao o pode utilizar no processo de recomendagiao. Por exemplo,
suponhamos que o filme “Voando sobre um ninho de cucos” nao era rotulado com o actor
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Jack Nicholson, este acontecimento poderia originar a nio recomendac¢ao deste filme a um
utilizador que tenha preferéncia por este actor.

Deste modo, para cada item ¢é importante ter um conjunto suficiente de atributos. No
entanto, a extrac¢dao de atributos é um trabalho intensivo (quando é feito manualmente) e
pode introduzir erros tanto quando ¢ realizado manualmente como automaticamente.

Esta técnica de recomendacao depende do feedback dado pelos utilizadores. Enquanto este
feedback nio for fornecido é impossivel construir o perfil dos utilizadores, o que inviabiliza a
qualidade das recomendagdes. Este problema ¢ designado pot cold-start.

Outro problema dos sistemas que utilizam técnica baseada no conteido é que apenas sao
recomendados os itens que apresentem um elevado valor de similaridade com o perfil do
utilizador. Este facto implica que para um determinado utilizador sejam sempre
recomendados itens semelhantes e repetidos com os que ja foram mostrados anteriormente,
comprometendo desta forma a diversidade e novidade das recomendagdes.

O Pandora'? é um servico de recomendacio de musica que utiliza a abordagem Content-based.
Este sistema utiliza um conjunto de atributos que permitem descrever cada musica (ritmo,
sensagoes, tonalidade, etc.), também utiliza as avaliagdes efectuadas por cada utilizador de
forma a construir o seu perfil.

2.5.2 Técnica de Recomendagao Collaborative Filtering

A filtragem colaborativa é uma das mais eficazes técnicas de recomendagiao [30]. Ao
contrario dos métodos de recomenda¢ao baseados no conteudo, os sistemas que utilizam
uma filtragem colaborativa tém como objectivo prever a utilidade dos itens (para um
determinado utilizador) com base nas avaliagoes realizadas por outros utilizadores que
possuam um perfil semelhante.

A ideia subjacente da técnica Collaborative filtering é baseada no facto dos utilizadores que
classificam os mesmos itens da mesma forma (ou pelo menos de forma idéntica) serem
susceptiveis de apresentarem preferéncias semelhantes.

Técnica Collaborative filtering

1. Calcular a similaridade entre utilizadores
2. Obter os vizinhos do utilizador alvo
3. Prever o valor de relevancia de cada item

A técenica Collaborative filtering comega por calcular a similaridade entre o utilizador alvo e
todos os restantes, de forma a recomendar os itens que sejam do interesse de outas pessoas
que tem um perfil idéntico. Por exemplo, num sistema de recomendagao de livros, o
primeiro passo é encontrar os "vizinhos" do utilizador alvo. O termo “vizinhos” refere-se
aos utilizadores que tenham gostos semelhantes, ou seja, que avaliem os mesmos livros de
forma idéntica. Apenas os livros que sdao favoravelmente avaliados pelos "vizinhos" do
utilizador alvo seriam recomendados.

De forma a aplicar a técnica Collaborative filtering ¢ necessario construir uma estrutura de
dados que relaciona os utilizadores com os itens. Esta estrutura de dados consiste numa

12 http:/ /www.pandora.com
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matriz wutilizador X item, em que cada célula da matriz é composta por um valor que

representa a classificacio dada pelo utilizador ao item. Um exemplo desta matriz é mostrado
na Tabela 1:

Utilizador

Item 1 2 3 4
A 5 3 4

B 4 5
C 2 4
D 4 4

E 3 2 2
F 2 4

G 5 5

Tabela 1: Matriz de avaliacdes (escala 1 a 5).

No contexto de redes sociais a vizinhanca de utilizadores que possuem um perfil semelhante
a um determinado utilizador pode ser encontrada através do calculo do coeficiente de Pearson
Correlation, tendo como base a matriz de avaliacoes.

Pearson Correlation ¢ uma medida da correlagao (dependéncia linear) entre duas variaveis X e
Y, dando como resultado um valor que pode variar entre 1 e -1, inclusive. Quando o
resultado do coeficiente de Pearson Correlation corresponde ao valor 1 significa que os
utilizadores tém um perfil igual, o valor -1 indica o contrario. Através deste coeficiente, a
similaridade P, ,, entre dois utilizadores a e u ¢ calculada da seguinte forma:

?il(ra,i - r’a) X (ru,i - r’u)

o (o=’ (=) +

2.19)

Em que 1, ; representa a classificacdo dada ao item [ pelo utilizador a. A variavel m indica o
nimero de itens que foram classificados por ambos os utilizadores @ e u. O 'y, representa a
média de classificacio em relacdo ao conjunto de itens avaliados pelo utilizador u. O f é
uma constante que tende para zero, sendo apenas utilizada com o objectivo de evitar que o
denominador tenha um valor nulo.

O algoritmo Pearson Correlation pode ser aplicado a Tabela 5 (descrita anteriormente), e como
resultado ¢ gerado a tabela que se segue.
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Utilizador
Utilizador 1 2 3 4
1 1.0000 -0.9978 0.5335 0.9962
2 -0.9978 1.0000 0.8682 -1.0000
3 0.5335 0.8682 1.0000 1.0000
4 0.9962 -1.0000 1.0000 1.0000

Tabela 2: Coeficiente Pearson’s Correlation

Esta tabela mostra que os utilizadores 3 e 4 sao muito similares (o coeficiente de correlagao
¢ 1), enquanto os utilizadores 1 e 2 apresentam preferéncias opostas (coeficiente fortemente
negativo). A vizinhanca de dado utilizador é formada por todos utilizadores que apresentam
um valor de similaridade maior do que um dado limiar que pode variar entre ]0,1].

A ultima etapa do algoritmo Collaborative filtering consiste em efectuar uma previsio do
interesse que cada item apresentaria para um determinado utilizador, com base nas
avaliagGes efectuadas pelo conjunto de utilizadores vizinhos.

A previsio da avaliacio que cada utilizador classificaria um determinado item é calculada a
partir de uma combina¢ao ponderada das avaliages realizadas pelo conjunto de vizinhos
seleccionados.

o ZZ:l(ru,i - r,u) X Pa,u
Wa,i —la + n p
u=1*au

(2.20)

Onde w,; ¢é a previsio do valor que o utilizador a classificaria o item i. O Py, ¢é a
similaridade entre o utilizador a e o utilizador u. O 'y e 1’y corresponde 2 média das
avaliagOes efectuadas pelo utilizador a e u, respectivamente. O 1,; corresponde a avaliagao
realizada pelo utilizador u ao item i. O n indica o numero de vizinhos do utilizador a.

Os itens recomendados ao utilizador em questao sdo aqueles que apresentem uma
classificacao superior a um dado limiar. Em alternativa também podem ser recomendados os
n itens que apresentem maior classificagao.

Em contraste com as abordagens de recomendacdo baseadas no conteudo, a técnica de
filtragem colaborativa depende da disponibilidade das avaliagbes realizadas pelos
utilizadores. No entanto, esta técnica ndo requer qualquer interven¢do humana ou
automatica para extrair as caracteristicas que definem cada item, porque o conhecimento
destas caracteristicas ndo ¢ utilizado no processo de recomendacao.
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Apesar da técnica de recomendacdo Collaborative filtering ser uma das mais utilizadas,
apresenta algumas limitacGes (geralmente designadas por cold-start):

¢ Quando um utilizador ainda ndo avaliou nenhum item torna-se impossivel saber
quais sao as suas preferéncias.

e Quando existem poucos utilizadores a tarefa de encontrar os vizinhos de um
determinado utilizador ¢é dificultada, provocando uma diminui¢io da qualidade das
recomendacdes.

Outra limitacdo esta relacionada com o facto de um item que nao tenha recebido avaliacGes
por parte dos utilizadores ndo poder ser recomendado, este problema ¢ designado por /fong-
tail.

Alguns sistemas de recomendagdo, bastante populares, que implementam esta técnica de
recomendacio sio: Netflix"’, Facebook'* e Google+".

2.5.3 Técnica de Recomendagio Knowledge-based

Todos os algoritmos de recomendagio tem como objectivo seleccionar os itens que a
apresentam maior relevancia para cada utilizador. Como ja visto nas sec¢oes anteriores oOs
algoritmos de Collaborative filtering recomendam itens com base nas preferéncias dos
utilizadores que possuem um perfil semelhante ao do utilizador alvo, ao contrario da técnica
Content-based que consiste em comparar as descricdes de cada item com as informagoes
associadas ao perfil de cada utilizador e recomendar os itens que apresentem maior valor de
semelhanca.

Ao contrario das técnicas anteriores, a técnica Knowledge-based [31] tem como objectivo
recomendar os itens que satisfazem uma determinada necessidade do utilizador, evitando
recomendacoes irrelevantes e sem interesse para o utilizador.

A principal vantagem desta técnica esta relacionada com o facto de o utilizador poder
especificar de forma precisa o que deseja obter, o que proporciona recomendag¢ées mais
direccionadas com o que pretende. No entanto, esta necessidade do utilizador ser obrigado
especificar o que pretende, traduz-se numa sobrecarga adicional.

Por exemplo, caso se pretendesse recomendar restaurantes, o utilizador teria de especificar
determinados atributos como o “tipo de cozinha”, o “preco” etc.

O Google Hotel Finder'® e o Entree'” sio alguns exemplos de sistemas de recomendagio
que implementam a técnica Knowledge-based.

13 www.netflix.com

14 www.facebook.com

15 www.plus.google.com

16 www.google.com/hotelfnder

17 www.kdd.ics.uci.edu/databases/entree/entree.data.html
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2.5.4 Técnica de Recomendagiao Demographic Filtering

A técnica de recomendacao Demographic filtering [32] utiliza a estratégia de segmentar os
utilizadores em classes demograficas. A segmentagao dos utilizadores ¢ realizada em funcao
da sua informagao demografica como a idade, género, estado civil, profissao, etc. As
recomendagdes sao geradas conforme o estereétipo (conjunto de caracteristicas encontradas
na maioria das pessoas pertencentes a um grupo) a que o utilizador pertence.

A grande desvantagem destes sistemas é o esforco inicial necessario para identificar as
classes de estere6tipos e a margem de erro elevada que pode existir no processo de agrupar
os utilizadores em fun¢ao dados demograficos. Acresce ainda o problema de poderem existir
utilizadores com os mesmos dados demograficos, mas apresentarem gostos completamente
distintos. Devido a estas limita¢Ges, os sistemas de recomendagdo que utilizam apenas a
informacao demografica nio sio muito populares.

Um exemplo desse tipo de filtragem pode ser encontrado no sistema Grundy [33]. Que é um
sistema que tem como objectivo recomendar livros com base nas informa¢oes demograficas
de cada utilizador. Quando um utilizador se regista no sistema ¢ de imediato relacionado a
um esteredtipo e as recomendagdes sao realizadas consoante o tipo de estereotipo.

2.5.5 Sistemas de Recomendaciao Hibridos

Alguns sistemas de recomendagdo tém como estratégia utilizar varias técnicas de
recomendacdo em simultaneo. O objectivo é superar as limitagbes que cada técnica
apresenta quando utilizada individualmente, melhorando desta forma a qualidade das
recomendag¢des apresentadas.

Burke [34] apresentou a taxonomia para os sistemas de recomenda¢ao hibridos. O autor
classificou-os nas seguintes categorias:

o Weighted hybrid: consiste em combinar a pontuacado obtida em cada técnica de
recomendagdo. Neste caso as recomendagOes apresentadas aos utilizadores sio
aquelas que possuem maior pontuagao média.

o Switching hybrid: consiste em seleccionar a melhor técnica de recomendagao para cada
caso em concreto. Ao contrario do weighted hybrid as recomendagdes sao obtidas
apenas com base numa unica técnica de recomendacao (a que for mais adequada).

O Netflix"® ¢ um bom exemplo de um sistema de recomendagio hibrido, uma vez que
efectua as recomendagbes com base nos gostos dos utilizadores que tém um perfil
semelhante (Collaborative filtering) e com base nas caracteristicas dos filmes que o utilizador
avaliou positivamente no passado (Content-based).

18 www.netflix.com
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2.5.6 Técnicas de Recomendagio - Tradeofts

Todas as técnicas de recomendagao abordadas anteriormente foram objecto de estudo nos
meados da década de noventa, deste modo as suas capacidades e limitagbes sio bem
conhecidas actualmente.

Tradeoffs das Técnicas de Recomendagio KB | CB | CF | DF

Qualidade das recomenda¢oes melhora com o X | X |X
tempo
Feedback implicito é suficiente X
Capacidades | Pode identificar grupos de utilizadores

Sensivel as recentes mudangas de preferéncias
Capaz de fazer o mapeamento entre itens e
necessidades

Novo utilizador (cold-stari) X
Novo item (cold-star?)
Problema da esparsidade
Limitagdes | Problema da superespecializagio X
Problema da generalizacio X

| A
o~

A

A A
| A

| A

E necessaria informacao demografica

Nao aprende as preferéncias dos utilizadores X

Tabela 3: Técnicas de recomendacio - tradeoffs

As técnicas de recomendagao Content-based (CB), collaborative filtering (CF), e Demographic
filtering (DF), sofrem alguns dos problemas associados ao “arranque a frio” (cold-stard). O
Content-based ¢é afectado quando um novo utilizador se regista no sistema, porque é
necessario efectuar uma aprendizagem do seu perfil. O Demographic filtering é afectado quando
se introduz um novo item no sistema, porque ¢ necessario obter o feedback sobre o tipo de
pessoas que gostam desse item. O Collaborative filtering é afectado por ambos os casos porque
esta técnica depende das avaliages que os utilizadores fazem a cada item.

As técnicas Collaborative filtering e Demographic filtering sofrem ainda dos problemas de
esparsidade e generalizacio. O primeiro refere-se ao facto de ser necessario elevadas
avaliacbes por parte dos utilizadores para gerar recomendagoes de qualidade, se estas
avaliacOes forem muito esparsas todo o processo de recomendagao fica comprometido. O
segundo problema ¢ devido ao facto destas técnicas serem baseadas em generalizagdes, desta
forma ¢ dificil fornecer recomendagdes precisas para os utilizadores que tenham um
interesse em particular.

A abordagem Content-based consegue evitar o problema da esparsidade porque as suas
recomendag¢oes nao dependem das avaliagbes de outros utilizadores. Em contrapartida
apresentam o problema da superespecializagao. Geralmente as recomendagdes tendem a ser
muito semelhantes ou repetidas, porque sao sempre recomendados os itens que siao
semelhantes aos que o utilizador gostou no passado.

Os sistemas de recomendacao Knowledge-based conseguem evitar todos os problemas
associados ao cold-start, uma vez que recomendacbes sao independentes das avaliagGes

25



efectuadas pelos utilizadores. Em contrapartida, estes sistemas requerem um esfor¢o extra
dos utilizadores, porque é necessario que estes especifiquem as suas necessidades (tipo de
informacao que desejam obter).

2.6  Petfil do Utilizador

No contexto de sistemas de recomendacao, o perfil do utilizador geralmente é representado
por um conjunto de atributos que permitem representar os interesses e preferéncias de cada
pessoa. Deste modo, o perfil é essencial para efectuar recomendagdes personalizadas,
porque permite descriminar os itens que um determinado utilizador prefere.

A informagdao que constituiu o perfil do utilizador pode variar consoante o dominio do
sistema de recomenda¢do. Por exemplo, no caso de um sistema de recomendacio de
noticias, o perfil do utilizador ¢ constituido pelos topicos que gosta de ler, topicos que nao
gosta de ler, jornais que habitualmente costuma ler, etc.

Nao ¢ apenas o conteido do perfil do utilizador que difere em fun¢do do dominio do
sistema de recomendagdo, mas também a forma como essa informagdo pode ser adquirida.
A informagio que permite descrever o perfil do utilizador pode ser obtida de diferentes
modos: explicitamente ou implicitamente. No primeiro caso a informagao ¢ fornecida
directamente pelo utilizador, enquanto no segundo caso a informagio provém do
comportamento do utilizador.

2.6.1 Feedback Explicito

Quando se pretende obter informagdao sobre o perfil do utilizador de forma explicita, é
comum tecorrer-se a formularios ou interfaces de forma a recolher os dados introduzidos
pelos utilizadores. Geralmente, a informagao que se pretende obter de forma explicita é
relativa a aspectos demograficos, como a idade, género, profissao, data de aniversario, estado
civil, etc. No entanto, os utilizadores poderao nio estar dispostos a divulgar alguns seus
dados pessoais, pelo que a especificagao destes atributos devera ser preferencialmente
opcional.

Para além dos dados demograficos, os interesses dos utilizadores também podem ser
obtidos de forma explicita, por exemplo a Amazon'’ possuiu a funcionalidade “Favoritos”
com o objectivo de permitit que o utilizador especifique as categorias de interesse
(bibliografias, arte, religido, etc). Também é comum utilizar-se sistemas de votagdao, com o
objectivo de saber se o utilizador gosta ou nio de um determinado item. No MovieLens™ e
Netflix” os utilizadores podem especificar as suas preferéncias através da avaliagio dos
filmes que sao recomendados.

No entanto existem varios problemas com a obtengao explicita do perfil do utilizador, em
primeiro lugar as pessoas geralmente nao estao dispostas a fornecer informacdes pessoais
através do preenchimento de formularios. E mesmo que os utilizadores estejam dispostos a
fornecer essa informagao, nao existe a garantia de que esta esteja correcta ou corresponda a
verdade.

19 www.amazon.com
20 www.movielens.org
21 www.netflix.com
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2.6.2 Feedback Implicito

Existe a possibilidade de obter a informacao sobre um determinado utilizador de uma forma
implicita. Nesta vertente é fundamental observar as interacgdes do utilizador com o sistema
e guardar o registo dessas interacgdes. Estas interacgdes podem ser por exemplo: itens
visualizados, tempo de visualizagao, itens seleccionados, etc. Com base no histérico de
interacgdes de cada utilizador ¢ possivel descobrir determinados padroes de comportamento
e desta forma prever os interesses dos utilizadores.

A principal vantagem desta técnica é que nao necessita de qualquer intervencao adicionar do
utilizador. Uma desvantagem do feedback implicito é que tipicamente apenas é possivel
obter feedback positivo. Quando um utilizador clica num determinado item, é razoavel
supor que esse item representa algum interesse para o utilizador. No entanto, niao ¢é tio
claro, que quando um utilizador deixa de examinar alguns itens, estes sejam do seu
desinteresse

2.6.3 Construgao do Perfil

Uma das representacbes mais comum do perfil do utilizador, baseia-se na utilizagdo de
palavras-chave ou fags. Estas 7ags podem ser fornecidas directamente pelo utilizador ou
extraidas dos itens que foram do interesse do utilizador.

Cada 7ag representa um topico de interesse para o utilizador e com base no conjunto de 7ags
especificas de cada pessoa é possivel deduzir as suas preferéncias. Geralmente cada 72g esta
associado a um peso, de forma a indicar o grau de interesse que cada pessoa demostra sobre
cada tépico [35].

De forma a solucionar o problema relativo a polissemia das palavras, pode ser utilizado uma
estrutura de nds [36] em que as palavras com o mesmo significado estdao ligadas ao mesmo
n6 através de um arco.

A actualizagao do perfil de utilizador é um requisito essencial nos sistemas de recomendagio,
de forma a ser possivel efectuar recomendag¢oes precisas com os interesses dos utilizadores.
Esta actualizacdo pode ser feita automaticamente ou manualmente pelo utilizador, sendo que
a primeira op¢ao ¢ menos invasiva.

Na maioria dos sistemas esta actualizagao ¢ efectuada com base no feedback dado pelo
utilizador em relacao aos novos itens visualizados. A principal desvantagem deste método de
actualizacdo do perfil é que os interesses antigos nao sao esquecidos, causando nao s6 um
crescimento exponencial das 7zgs que constituem o perfil do utilizador, mas também uma
diminui¢io da precisio. Uma vez que o sistema de recomendagio pode continuar a
recomendar informagdes com base em interesses antigos do utilizador.

Virios mecanismos de esquecimento tém sido propostos com o objectivo de efectuar a
actualizacdo do perfil com base na alteragdo dos gostos dos seres humanos ao longo do
tempo [37]. Uma abordagem simples é considerar uma janela de tempo e actualizar o perfil
do utilizador com base nas observagdes que decorreram durante esse intervalo.
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2.7 Privacidade

Todos os sistemas de recomendacio necessitam de recolher informacio sobre os
utilizadores, de forma a ser possivel recomendar informagio contextualizada. Ao longo da
ultima década tém sido efectuadas investigagdes com o objectivo de garantir a privacidade
dos dados de cada utilizador.

Diversas abordagens tém sido propostas com o objectivo de proteger a privacidade dos
utilizadores no contexto dos sistemas de recomenda¢ao. Canny propds em [38] a técnica
homomorphic encrjption que tem como objectivo garantir a privacidade dos utilizadores no
contexto dos sistemas de recomendagdao colaborativos. A técnica homomorphic encryption
permite agregar as avaliagdes individuais que os utilizadores efectuam nos itens, desta forma
nao fica exposto as preferéncias pessoais de cada utilizador em particular.

Outra abordagem foi proposta por Polat and Du [39], esta técnica utiliza perturbacoes
aleatorias (ruido) com uma distribuicio conhecida. No entanto existe um fradeoff entre o
nivel de privacidade e a precisio com que é possivel restaurar os dados originais

O k-anonymity [40] ¢ um dos algoritmos mais utilizados quando se pretende anonimizar os
dados pessoais do utilizador (género, idade, cédigo postal, etc.). Para o processo de
anonimizar os dados pessoais dos utilizadores, este algoritmo utiliza técnicas de
generalizacdo. A generalizagao consiste em substituir os valores de um determinado atributo
por outros valores mais gerais. Por exemplo, o cédigo postal pode ser generalizado
mascarando os digitos menos significativos com outros caracteres.

Mais recentemente tem existido uma evolucao dos sistemas de recomendacio
descentralizados, estes sistemas apresentam uma arquitectura peer-fo-peer de forma a evitar a
presenca de uma entidade central que reuna as informagoes de todos os utilizadores [41].
Deste modo, a informagao encontra-se armazenada do lado do cliente e apenas existe
comunicagao com os outros utilizadores durante o processo de recomendacao.

A nivel de protocolos, o P3P* permite que os utilizadores tenham maior controlo sobre a
utilizacdo de informagoes pessoais por parte dos sifes que visitam. A ideia bésica do P3P ¢
permitir que cada servio descreva suas praticas de privacidade, e a forma como lida com
informacao pessoal do utilizador.

2 www.w3.0rgP3P
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Capitulo 3
Arquitectura e Especificagao

Neste capitulo ¢ detalhada a arquitectura geral do projecto PPS2-SEMA, do qual faz parte o
servico de recomendacao.

3.1 Arquitectura Geral

O PPS2-SEMA ¢ formado pelo servi¢o de recomendac¢ao de informagao (ASA), servigo de
enriquecimento semantico (ES) e servi¢o de interoperabilidade semantica (IS)

Em tragos gerais, o servico de ASA permite recomendar os recursos com base nos conceitos
de relevancia, novidade e diversidade; o servico de ES permite enriquecer semanticamente
os recursos existentes na base de conhecimento; e finalmente servico de IS é o responsavel
por todas as interac¢oes com a base de conhecimento.

Estes trés servicos estardo acessivels entre si e para os restantes PPS’s na forma de web service
REST®.

Na Figura 3.1 esta ilustrado o modo como os diferentes servicos interagem entre si.

(W5 — Servicos; APl REST — Dados)

Figura 3.1: Arquitectura do PPS2-SEMA

2 http:/ /en.wikipedia.org/wiki/Representational_state_transfer
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Como se pode constatar através da Figura 3.1 o servico ASA pode ser acedido através do
PPS 1 ou de qualquer outro PPS. A nivel interno o servigo ASA comunica directamente com
o servico de interoperabilidade semantica (IS). Esta ligacio permite ao servico ASA obter
uma lista de recursos a filtrar, assim como a informacdo sobre o historico de interacgdes e
informacgoes demograficas de cada utilizador.

A comunicacdo entre estes dois servicos ¢ bidireccional, mas ¢ da responsabilidade do
servico ASA iniciar a ligagdo através do envio do pedido desejado (recursos de um
determinado tipo, histérico de interac¢des de um dado utilizador). Sendo que o servigo IS é
responsavel por devolver como resposta a informagdes pedida, efectuando para isso uma
consulta na sua base de dados.

3.2 Servigo de Recomendagio de Informagio (ASA)

O servico ASA tem como objectivo recomendar determinados recursos aos utilizadores.
Estes recursos consistem essencialmente em pontos de interesse, como por exemplo:
restaurantes, museus, eventos. No entanto, o servico tem de ser genérico ao ponto de
suportar a recomendagao de recursos associados a outros dominios.

Como referido anteriormente, as funcionalidades do servico de seleccao de informacio
estarao disponiveis na forma de um web service REST, podendo ser acedido mediante a
execucdo de pedidos nos diversos verbos do método HTTP*. A comunica¢io com o
servico de recomendagio devera respeitar o formato JSON®,

A nivel do funcionamento, o servico de recomendacao de informagao é composto por dois
métodos publicos, uma para obter as recomendagdes e outro para actualizar o histérico de
interac¢des dos utilizadores.

Perfil
Contexto PPS3
Necessidades
0 ) < —.h
—e
Q\ Utilizadores
Lista de recursos
PPS 2 — SEMA (ASA) recomendados PPS 5
i
) <
N Actualizar
PPS 1 interacgdes do
utilizador PPS 8

Figura 3.2: Servico de recomendagao de informagao

De forma a efectuar as recomendagdes, o servico recebe um conjunto de dados como: o
perfil do utilizador, informagdo sobre o contexto actual e a informagdo sobre as
necessidades do utilizador.

24 http:/ /pt.wikipedia.otg/wiki/Hypertext_Transfer_Protocol
25 http:/ /en.wikipedia.org/wiki/JSON
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Com base nesta informagao, serdo seleccionados os recursos mais apropriados para cada
utilizador. Na sec¢ao 4.1 estao especificados os detalhes das estruturas de dados enumeradas
anteriormente.

De um modo geral, o servigo de recomendagio selecciona a informagio a ser recomendada
através de trés fases de filtragem. Os filtros a aplicar estao relacionados com os conceitos de
relevancia, novidade e diversidade, descritos no Capitulo 2.

Numa primeira fase, sao filtrados os recursos mais relevantes para o utilizador. Sendo
utilizados para o processo, as caracteristicas de cada recurso, os interesses, perfil e contexto
do utilizador.

A segunda fase tem o objectivo de excluir os recursos com os quais o utilizador se encontra
familiarizado. Para tal, recorre-se ao histérico de interacgdes que o utilizador ja teve com o
recurso.

Na terceira e ultima etapa sio excluidos os recursos repetidos ou muito semelhantes. O
objectivo ¢é seleccionar os recursos que apresentem maior diversidade entre si, de forma a
nao sobrecarregar o utilizador com informagio repetida ou semelhante.

Através da aplicagao destes trés tipos de filtragem, é possivel seleccionar um conjunto de
recursos diversos que sido relevantes e apresentam novidade para o utilizador em questao.
Estes trés processos de filtragem encontram-se descritos na sec¢ao 4.3.

Como se pode verificar na Figura 3.2, para além do método de recomendagiao de
informacao, o servico ASA possuiu outro método que permite actualizar as interacgdes que
os varios utilizadores tiveram com os recursos. Os utilizadores podem interagir com os
recursos de diferentes formas, como por exemplo: avaliar um recurso, visualizar os detalhes
de um recurso, visualizar um recurso numa listagem.

3.3 Especificagiao de Software

Com o objectivo de especificar o servico de recomendac¢ao de informacio, foram criados os
seguintes diagramas UML*:

e Diagrama de casos de uso
e Diagrama de actividades
e Diagrama de classes

e Diagrama de sequéncia

Os detalhes especificos de cada um destes diagramas podem ser consultados no Anexo D -
Especificagio de Software.

No diagrama de actividades é mostrado o fluxo de actividades associado ao pedido de
seleccdo de informagdo por parte do utilizador. De um modo geral, podemos dizer que
existem quatro fases distintas: validagdo dos dados recebidos (perfil, contexto e
necessidades), filtragem dos recursos segundo o seu valor de relevancia, filtragem dos

20 http:/ /pt.wikipedia.otg/wiki/UML
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recursos segundo o seu valor de novidade e filtragem dos recursos com base no seu valor de
diversidade.

Desta forma o diagrama de actividades foi dividido em quatro parti¢es: “Validacao”,
“Relevancia”, “Novidade” e “Diversidade”. Cada uma das particbes corresponde a uma das
fases enumeradas anteriormente.

No diagrama de classes estio representadas as classes que definem o servigo, bem como os
seus atributos, métodos e forma de relacionamento. Como ja foi visto anteriormente, esta
aplicacao pode ser dividida em quatro partes distintas: validagio dos dados recebidos,
calculo do valor de relevancia, novidade e diversidade dos recursos existentes. Desta forma
as classes [alidation, Relevance, Novelty e Diversity assumem o papel principal.

Neste diagrama apenas se esta a considerar o calculo da relevancia e diversidade de trés tipos
de recursos: restaurantes, hotéis e museus. Contudo o servico tera de suportar o calculo da
relevancia e diversidade de novos tipos de recursos. Desta forma, sera utilizada a design
pattern factory que permite a utilizar objectos relacionados entre si, sem especificar as suas
classes concretas.

Mais concretamente a design pattern factory é utilizada para criar um objecto especifico para o
calculo da relevancia e diversidade consoante o tipo do recurso. A especificacio técnica da
design pattern factory pode ser consultada no Anexo A — Design Pattern Factory.

Para mostrar a sequéncia os eventos entre as classes existentes no diagrama de classes, foi

criado um diagrama de sequéncia. Este diagrama permite mostrar as interacgdes entre os
objectos, para além de fornecer informagoes sobre a sequéncia temporal.
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Capitulo 4
Desenvolvimento

Neste capitulo estdo especificadas todas as estruturas de dados e técnicas de recomendagao
utilizadas pelo servico de recomenda¢iao. Na Sec¢iao 4.3 pode ser consultada a abordagem
utilizada no processo de recomendagao.

De modo a permitir que utilizadores possam interagir com o servico de recomendagao de
informacdo também foi desenvolvido uma aplicagao cliente. Através desta aplica¢do os
utilizadores podem especificar as suas necessidades e o seu contexto, de forma a obter a
informac¢ao recomendada pelo servico. Esta aplicacao cliente encontra-se especificada na
Seccio 4.5.

41 Estrutura de Dados

Como ja foi referido anteriormente, a selecgao dos recursos a apresentar ao utilizador é feita
com base no seu perfil, contexto actual, necessidades e no histérico de interacgdes que o
utilizador teve com os recursos.

Deste modo, o processo de recomendagao actua sobre as seguintes estruturas de dados:
e Recursos
e Perfil do utilizador
e (Contexto actual
e Necessidades do utilizador
e Histérico de interacgdes.

Os recursos correspondem a informagdo que se pretende recomendar. Estes recursos
podem pertencer a diferentes dominios. No entanto, para o processo de avaliagao do
sistema de recomendacdo, os recursos utilizados correspondem a pontos de interesse:
restaurantes e hotéis.

O perfil do utilizador refere-se a um conjunto de atributos que permitem identificar e
descrever um utilizador. Como por exemplo a sua informag¢ao demografica e interesses.

O contexto do utilizador refere-se a descricaio do meio ambiente em que o utilizador se
encontra inserido no momento em que utiliza o sistema. De um modo geral, o contexto ¢
definido com base na dimensao temporal e geografica.

As necessidades correspondem a informagao que o utilizador deseja obter num determinado
momento. Desta forma os utilizadores podem especificar para cada atributo dos recursos os
valores alvos que desejam obter.

O histérico de interac¢bes ¢ constituido por todas as interacgdes que o utilizador teve com
os recursos disponibilizados pelo sistema de recomendagdo. Estas interac¢des sio:
“visualizar um recurso numa listagem”, “ver detalhes de um recurso”, “obter direc¢des para
um recurso” e “avaliar um recurso”.

33



Toda a informagao referente as estruturas de dados enumeradas anteriormente pode ser
consultada no Anexo B — Estruturas de Dados.

411

Perfil do utilizador

O perfil do utilizador permite representar toda a informagao que o sistema de recomendagio
possuiu sobre cada utilizador.

Perfil do utilizador

Informagao Demografica

Matriz de avalia¢des

Histdrico de Interacbes

Interesses

Figura 4.1: Perfil do utilizador

A informagdo que caracteriza o perfil de cada utilizador é a seguinte:

4.1.2

Informagao Demografica: corresponde a informacio demografica de cada
utilizador como a idade, género, estado civil, profissao etc.

Interesses: conjunto de #4gs relacionadas com os recursos que o utilizador gostou no
passado.

Historico de interacgoes: representa as interacgoes que cada utilizador teve com os
recursos (visualizar, obter direc¢oes, avaliar).

Matriz de avaliagdes: matriz que relaciona as avaliagoes que o utilizador faz aos
recursos.

Recursos

Os recursos que se pretendem recomendar correspondem sobretudo a pontos de interesse
(POIs). Dado que pode existir uma grande variedade de recursos a recomendar e como cada
tipo de recurso pode utilizar diferentes fungdes para calcular a relevancia e diversidade foi
utilizado a design pattern Abstract Factory (pode ser consultada no Anexo A — Design Pattern
Factory). Desta forma ¢é possivel introduzir novos tipos de recursos de forma compativel
com todos os algoritmos ja desenvolvidos.
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Figura 4.2: Estrutura dos recursos

Cada recurso ¢é constituido por um conjunto de atributos base, embora possam existir outros
atributos especificos de cada tipo de recurso. Os atributos especificos de cada recurso
podem ser consultados no Anexo B — Estruturas de Dados.

Nesta fase foram utilizados dados sobre restaurantes e hotéis provenientes do website
lifecooler”’. Recotreu-se a técnicas de sereen-serapping para obter a informagio.

4.2 Aprendizagem do Perfil do Utilizador

O perfil do utilizador ¢é constituido com base na informagio demografica introduzida
directamente pelo utilizador e pelo histérico de interac¢des. O histérico de interac¢les ¢é
constituido por todas as interacgdes que o utilizador teve com os recursos disponibilizados
pelo sistema de recomendagdo. Estas interacgbes sdao: “visualizar um recurso numa
listagem”, “ver detalhes de um recurso”, “obter direcgdes para um recurso” e “avaliar um
recurso”.

Uma parte importante de todo o processo de recomendagdao centra-se nas avaliagdes que
cada utilizador efectua nos diversos recursos recomendados. Neste caso em concreto, foi
utilizada uma escala de avaliagdo que pode varia entre 1 e 5 (5 corresponde a avaliagdo
maxima).

Utilizador
Recurso Ul U2 U3 U4
A 5 3 4
B 4 5
C 2 4

Tabela 4: Matriz de avaliacoes

27 www .lifecooler.com
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Esta matriz serd posteriormente utilizada para prever a relevancia que cada recurso apresenta
para um determinado utilizador, com base nas avaliacdes de outros utilizadores que tenham
um perfil semelhante (filtragem colaborativa).

4.2.1 Tags de Interesse

A aprendizagem dos interesses de cada utilizador ¢é efectuada com base no conjunto de
avaliacOes realizadas pelo utilizador. Deste modo, se um utilizador avaliou positivamente um
determinado recurso, podemos assumir com algum grau de confian¢a que o utilizador
demostra interesse por todos 0s recursos que apresentem caracteristicas idénticas.

Com o objectivo de construir os interesses de cada utilizador de forma dinamica, foi
utilizado o conceito de Zags. Desta forma, sempre que um utilizador avalia positivamente um
determinado recurso, sao recolhidas as 7zgs que definem esse recurso e procede-se a
actualizacao dos seus interesses.

A actualizagao dos interesses ¢ realizada através da adi¢ao das Zags provenientes dos recursos
que o utilizador mais gostou. Neste caso em concreto, foi considerado que o utilizador
gostou de um determinado recurso quando efectuou uma avaliagdo superior a trés valores

(escalade 1 a 5).

Como existem 7zgs que podem ter mais importancia do que outras, ¢ utilizado um campo
que permite especificar o peso de cada 7zg. Os interesses do utilizador U sao definidos por
um conjunto de pares (fag: peso).

U= (ti,l: Ui'l, ti,Z: Vi'z, ey ti,n: Ui,n) (41)

Em que t, ; identifica as varias Zags e 0 V; , representa a importancia que cada Zzg apresenta
no conjunto de interesses. O V; , € calculado do seguinte modo:

Nix 4.2)

Onde N; , indica o numero de vezes que o utilizador i gostou da 7ag X, o N; corresponde ao
numero de recursos que o utilizador gostou.

As fags que definem os interesses de cada utilizador sio segmentadas em funcao das
categorias do recurso a que pertencem. Na Tabela 1 é mostrado um exemplo dos interesses
de um determinado utilizador em relagao aos recursos de tipo restaurante.
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Tags Peso
Tradicional Portuguesa 0.6
Fast Food 0.4

Tabela 5: Tags de interesse em relagao aos restaurantes

Esta tabela indica que 60% dos restaurantes que o utilizador gostou no passado, estio
associados a 7ag “Tradicional Portuguesa”. A fag “Fast Food” surge apenas em 40% dos
restaurantes que sao do interesse do utilizador.

Todos os recursos sujeitos a serem recomendados possuem um campo que contém uma
lista de fags especificas. Sendo que a extrac¢ao das fags que caracterizam cada recurso ¢
assegurada pelo servico de enriquecimento semantico (ES), referido anteriormente na
arquitectura do sistema (Capitulo 3).

No entanto, enquanto o servico ES se encontra em fase de desenvolvimento, a extrac¢ao das
tags que caracterizam cada recurso foi efectuada com base na informagao presente no seu
conteudo (atributos e descri¢ao). O algoritmo de extrac¢ao de Z2gs desenvolvido selecciona
as cinco palavras que ocorrem com maior frequéncia no conteudo de cada recurso. Como
nem todos os termos sdo relevantes, foram utilizados filtros que excluem determinadas
palavras como artigos, pronomes e alguns verbos.

De forma a calcular a importancia que cada 7zg apresenta para o recurso foi utilizado o Tern
Frequency.

(4.3)

O Term Frequency é a ocorréncia do termo t; no documento j, n; j, dividido pelo nimero de
ocorréncias de todos os termos.

4.3 Abordagem de Recomendacgio

Como ja foi referido anteriormente, a abordagem utilizada no processo de recomendagao é
baseada em trés etapas: relevancia, novidade e diversidade. Em cada uma das etapas é
aplicado um determinado processo de filtragem.
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Figura 4.3: Processo de recomendagio

Através da filtragem por relevancia sao seleccionados os recursos que apresentam maior
interesse para o utilizador (valor de relevancia superior a um dado limiar). A segunda fase de
filtragem corresponde a filtragem por novidade, o objectivo é excluir os recursos que o
utilizador melhotr conhece. Também é utilizado um limiar de novidade, e todos os recursos
que apresentem um valor de novidade menor do que o limiar sio descartados.

Na terceira e ultima etapa sao excluidos os recursos repetidos ou muito semelhantes. O
objectivo ¢é seleccionar os recursos que apresentem maior diversidade entre si, de forma a
nao sobrecarregar o utilizador com informagao repetida ou semelhante.

Como resultado da aplicagdo destas trés fases de filtragem, é possivel seleccionar um
conjunto de recursos diversos que sio relevantes e apresentam novidade para o utilizador.

Na sec¢iao que se segue estio especificados os algoritmos associados as técnicas de filtragem
enumeradas anteriormente.

4.4 Técnicas de Filtragem

Como referido anteriormente o processo de recomendacao envolve trés fases de filtragem,
que sdo filtragem por relevancia, filtragem por novidade e filtragem por diversidade. Cada
uma destas fases de filtragem ¢é explicada nas subsec¢oes que se seguem.

4.4.1 Filtragem por Relevancia

O processo de filtragem por relevancia tem como objectivo seleccionar os recursos que
apresentam um valor de relevancia superior a um dado limiar.

Como referido anteriormente na Sec¢ao 2.5, podem ser utilizadas diferentes técnicas para
calcular o valor de relevancia que cada recurso apresenta para um determinado utilizador.
Tendo em conta que cada técnica tem as suas vantagens e limitacOes, criou-se uma arvore de
decisdo para decidir qual a técnica a aplicar em cada situagao.

Outro aspecto importante refere-se ao horario de funcionamento de determinados recursos,
neste caso ¢ verificado se o horario é compativel com a data e hora especificada no contexto
do utilizador. Caso nao exista compatibilidade, optou-se por atribuir um valor de relevancia
zero. Na nossa opiniao nao ¢ util recomendar recursos que nao se encontrem disponiveis no
periodo temporal desejado pelo utilizador.
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Figura 4.4: Técnica a utilizar para calcular a relevancia

Através desta arvore de decisao podemos verificar que quando os utilizadores especificam as
suas necessidades a relevancia de cada recurso ¢ calculada através da técnica Knowledge-based.

Caso o utilizador ndo tenha especificado as suas necessidades, sera verificado se este
utilizador ja avaliou anteriormente alguns dos recursos. Se o utilizador ja efectuou avalia¢Ges,
existe informagao que permite conhecer as suas preferéncias. Neste caso a relevancia de cada
recurso ¢ calculada com base na combinacio das técnicas Content-based e Collaborative Filtering,
estas técnicas utilizam as preferéncias que o utilizador demostrou no passado.

E comum utilizar a combinacio destas técnicas de forma a superar as limitagoes que cada
uma delas apresenta quando ¢ utilizada individualmente. Uma vez que a técnica Content-based
apenas permite calcular a relevancia dos recursos que sejam descritos por um conjunto de
tags, e a técnica Collaborative Filtering apenas permite calcular a relevancia dos recursos que
foram previamente avaliados por outros utilizadores que tenham um perfil semelhante ao do
utilizador alvo.

Como a precisao destas técnicas aumentam consoante o numero de avaliagoes ja realizadas
pelo utilizador, optou-se por apenas aplicar estas técnicas despois do utilizador avaliar no
minimo trés recursos.

Caso nao sejam conhecidas as preferéncias do utilizador, e se o utilizador apresentar
informacao demografica semelhante a outros utilizadores que ja efectuaram avaliagoes, ¢é
utilizada a técnica Demographic filtering. No caso de nenhuma das condigoes apresentadas
anteriormente se verificar, a relevancia dos recursos é apenas calculada com base na distancia
geografica a que os recursos (POIs) se encontram do utilizador.
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Calcular relevancia através da técnica Knowledge-based

Apenas ¢ possivel utilizar a técnica Knowledge-based quando os utilizadores especificam as suas
necessidades, indicando desta forma os valores alvos que desejam obter. A representagao das
necessidades do utilizador esta especificada na Tabela B.5 e Tabela B.6 do Anexo B —
Estruturas de Dados. Por exemplo, no caso de o utilizador desejar obter recomendagdes
sobre restaurantes, poderia especificar alguns atributos como o tipo de cozinha, preco
médio, ambiente, etc.

Para calcular a relevancia de cada recurso, sao utilizadas as func¢des de distancia apresentadas
na seccao 2.3.1. Estas fungdes permitem calcular a distancia a que se encontra cada atributo
dos recursos ao alvo desejado, sendo que para cada tipo de atributo é necessario utilizar uma
determinada funcio de distancia.

De um modo geral estas fungdes permitem calcular a distancia entre atributos numéricos,
textuais, geograficos e temporais. Para calcular o valor de relevancia que cada recurso
apresenta para o utilizador ¢é utilizada a informagao sobre os atributos dos recursos e a
informacao sobre as necessidades do utilizadot.

Deste modo, o valor de relevancia de cada recurso resulta do somatdrio das distancias
existentes entre os varios atributos de cada recurso e os alvos desejados. O valor de
relevancia de cada recurso ¢é calculado através da seguinte equagao:

K
Rel = » (1= Dist(4],R)) X wy,, w, € [0,1] (4.4)

j=1

A variavel k representa o nimero de atributos que constituiu um determinado recurso, o 4;

representa o valor alvo para o atributo j e o R; indica o valor que estd associado a esse
mesmo atributo.

A funcao Dist é responsavel por calcular a distancia que existe entre o valor do atributo e o
alvo desejado. O wy indica o peso que esta associado a cada atributo, podendo existir
atributos com pesos diferentes (os pesos utilizados podem ser consultados no Anexo C -
Pesos dos Atributos). Desta forma ¢ possivel especificar os atributos que sio mais
importantes para o calculo de relevancia.

Nesta fase os pesos que definem a importancia de cada atributo foram definidos por defeito
de forma empirica. No entanto, como trabalho futuro é necessario estudar a possibilidade de
efectuar uma aprendizagem da importancia de cada atributo. Outra possibilidade seria
permitir que os utilizadores definissem todos os pesos, no entanto esta solu¢ao nao ¢ muito
atractiva, porque implica um grande esfor¢o por parte do utilizador.

Caso o valor de algum atributo R; ndo esteja disponivel, assume-se que o resultado da
funcio Dist(Aj, Rj) ¢é igual a 1, ou seja, maxima distancia. Além disso, se o utilizador nio
especificar o valor alvo para um determinado atributo, assume-se que o utilizador esta
interessado em todos os valores possiveis para esse atributo, e deste modo, o resultado da
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funcio Dist(Aj,Rj) ¢ igual a 0. Na Tabela B.6 do Anexo B ¢ possivel consultar um
exemplo que corresponde a uma situagao em que o utilizador especifica as suas necessidades
(valores alvos).

Calcular relevancia através da técnica Content-based

Como referido na Seccao 2.5.1, a técnica Content-based calcula a relevancia de cada através da
comparagdao entre o perfil do utilizador e a descricio dos recursos que se pretendem
recomendar.

O perfil do utilizador ¢é descrito por um conjunto de 7zgs e o respectivo peso (como referido
na Secgdo 4.2.1), assim como cada recurso possivel de recomendar. Desta forma, o processo
para calcular o valor de relevancia de cada recurso envolve a comparagao entre o conjunto
de 7ags que descrevem o perfil do utilizador e as zzgs que definem o recurso. Com este
objectivo foi utilizada a solu¢ao apresentada pelo autor Yi Cai [42].

Z Wc,x X 171’,x (4'5)
m

rel =

Onde v; , indica a importancia que a Zgg X tem para o utilizador i. O m representa o nimero
de Zags que constituem o perfil do utilizador. O w,, indica o peso que a 7zg X tem para o
recurso €. Deste modo, se uma #gg pertencer ao perfil do utilizador mas nio existir no
recurso, o W, » € igual a zero.

Na maioria das situagbes os interesses do utilizador sao apenas definidos por uma lista de
tags. No entanto, devido ao facto do sistema de recomendacio poder -efectuar
recomendagOes de recursos pertencentes a varias categorias, foi efectuada uma segmentagao
das fags em funcdo das categorias dos recursos possiveis de recomendar. Desta forma, o
utilizador possui um conjunto de Zags que definem as suas preferéncias em relagio aos
restaurantes, outro conjunto de Zzgs que dizem respeito aos hotéis, e assim sucessivamente.

Calcular relevancia através da técnica Collaborative filtering

Através da técnica Collaborative filtering a relevancia de cada recurso ¢ calculada com base das
avaliacOes dos utilizadores que tém um perfil semelhante ao do utilizador alvo. Neste caso os
utilizadores tém um perfil semelhante quando avaliam os mesmos recursos de forma
idéntica. No processo de filtragem colaborativa é utilizada uma matriz de avaliagdes que
relaciona as avaliagoes que os utilizadores efectuaram nos recursos.
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Utilizador
Recurso U1l U2 U3 U4
A 3 4 4
B 4 5
C 2 4

Tabela 6: Matriz de avaliacao Utilizador X Recurso

Como referido anteriormente, o algoritmo Collaborative filtering envolve trés etapas:
1. Calcular a similaridade entre utilizadores
2. Obter os utilizadores semelhantes ao utilizador alvo
3. Prever o valor de relevancia de cada recurso

Numa primeira fase é calculado o grau de semelhanga entre um determinado utilizador alvo
e todos os restantes. Para o processo ¢ utilizado a matriz de avaliagdes dos utilizadores e o
coeficiente de Pearson Correlation. Através deste coeficiente, os utilizadores que avaliam os
mesmos recursos de forma idéntica possuem elevado valor de semelhanca.

Zﬁl(ra,i - T’a) X (ru,i - r’u)

Pou =
\/Zﬁl(ra,i - r’a)z X \/Zﬁl(ru,i - r’u)z + (:8)

(4.6)

O P, representa o grau de semelhanca entre os utilizadores @ e U, que pode variar entre -1
e 1 (o 1 indica que os utilizadores tem preferéncias iguais e o -1 o contrario). Em que 7 ;
representa a classificagdo dada ao recurso i pelo utilizador a. A variavel m indica o numero
de recursos que foram classificados por ambos os utilizadores. O 1y, corresponde a média
das classifica¢oes em relagdo ao conjunto de recursos avaliados pelo utilizador u. O f# é uma

constante que tende para zero, sendo utilizada para evitar que o denominador tenha um
valor nulo.

Na segunda fase sao seleccionados todos os vizinhos do utilizador alvo, neste contexto o
termo vizinho refere-se a todos os utilizadores que apresentem um grau de semelhanca
superior a um dado limiar. Neste caso em concreto, definiu-se o limiar de semelhang¢a com o
valor 0.5, sabendo que 1 significa que as preferéncias dos utilizadores sao exactamente as
mesmas ¢ -1 indica que os utilizadores tém gostos opostos. Hsta op¢ao foi tomada em
conformidade com a avaliacao realizada na Seccao 5.2.

Na terceira e ultima etapa ¢ realizada uma previsao da importancia que cada recurso, ainda
nao classificado pelo utilizador, apresentaria para o utilizador em questdo. Esta previsio tem
como base as avaliagoes realizadas pelo conjunto de utilizadores vizinhos obtidos na fase
anteriof.
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A previsao do valor que cada utilizador classificaria um determinado recurso ¢ calculada a
partir de uma combinacdo ponderada das avaliagoes realizadas pelos vizinhos seleccionados.

n /
o u=1(ru,i =T u) X Pa,u
Wa,i =Tq4 + T p
u=1‘au

4.7)

Onde wg; é a previsio do valor que o utilizador a classificaria o recurso i. O B, ¢ a
semelhanca entre o utilizador a e o utilizador u (Equacdo 4.6). O n corresponde ao ndmero
de vizinhos do utilizador a.

Como resultado obtém-se o valor de relevancia que cada recurso apresenta para utilizador a,
com base nas avaliagbes dos utilizadores que constituem a sua vizinhanga. No entanto,
como referido anteriormente na Secgao 2.5.2, para os recursos que nao receberam avaliagOes
nao ¢ possivel efectuar a previsao do seu valor de relevancia.

Calcular relevancia através da técnica Demographic filtering

A técnica Demaographic filtering tem como objectivo prever a relevancia de cada recurso com
base nas avaliagbes de todos os utilizadores que possuem informagio demografica
semelhante (género, idade, estado civil, grau académico, etc.) a do utilizador alvo. Na tabela
que se segue esta representado um exemplo da informagao demografica utilizada.

Género Idade Estado civil Nivel Grau académico
Financeiro
Utilizador 1 | M 20 Solteiro Baixo 12°
Utilizador 2 | M 35 Casado Médio Licenciatura

Tabela 7: Exemplo da informacao demografica dos utilizadores

Para o atributo “idade” foi considerado que a idade coincide quando os utilizadores
pertencem a mesma faixa etaria (jovens, adultos, idosos). Em relacio ao atributo “nivel

2 <<

financeiro” foram consideradas trés categorias: “baixo”, “médio”, “alto”.

O algoritmo Demwographic filtering envolve duas etapas:

e Secleccionar o conjunto de utilizadores semelhantes ao utilizador alvo.

e (Calcular relevancia de cada recurso com base no conjunto de vizinhos.

A relevancia de cada recurso ¢ calculada com base na média das avaliagSes realizadas pelo
conjunto de utilizadores que tém um perfil demografico semelhante ao do utilizador alvo.
Uma das limitagoes é o facto de ndo ser possivel calcular a relevancia para os recursos que
nao foram previamente avaliados pelo conjunto de utilizadores que definem a vizinhanca.

O limiar de semelhanga utilizado para definir o conjunto de utilizadores vizinhos é de
extrema importancia. Se este limiar for demasiado elevado ocorre o risco da cobertura das
previsoes ser reduzida, devido ao facto de existirem poucos utilizadores em comum. No
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entanto para limiares baixos, a previsao do valor de relevancia tende a ser menos precisa.
Para avaliar a precisao desta técnica foram realizados testes que podem ser consultados na
Seccio 5.2.1.

Com base nos testes realizados, definiu-se que os utilizadores sio semelhantes quando
apresentam trés atributos demograficos em comum. Porque para este caso conseguiu-se
melhorar a capacidade de prever o valor de relevancia que cada recurso apresenta para o
utilizador, sem que a cobertura das previsoes seja demasiado prejudicada.

4.4.2 Filtragem por Novidade

Como referido na seccio 2.2.1, a novidade esta relacionada com as expectativas do
utilizador. De um modo geral, podemos considerar que as expectativas do utilizador
dependem das experiéncias anteriores, que lhe permite deduzir o que vai acontecer num
determinado contexto.

Com o objectivo de suportar a modelagao das expectativas dos utilizadores, ¢ utilizado o
conceito de gran de apropriagio. Este conceito define a relagdo que o utilizador tem com um
determinado recurso, com base no seu historico de interac¢oes.

As interac¢Oes que o utilizador pode ter com cada recurso podem ser de diferentes tipos.
Deste modo, é necessario definir um peso para cada tipo de interaccdo, de forma a ser
possivel dar maior importancia as interacgdes mais marcantes.

Tipo de interacgido Pesos
Awaliar um recurso 1
Pedir  direcgbes  para a 0,75
localizagio do recurso

Ver informacbes sobre os 0,5
detalhes do recurso

Visualizar o recutrso 0,25

Tabela 8: Peso associado aos tipos de interacgdes

Outro aspecto considerado diz respeito ao tempo que os utilizadores conseguem lembrar
das interacgoes passadas. Sendo que a tendéncia é lembrar os acontecimentos mais recentes
e esquecer 0s que ja aconteceram ha mais tempo. Esta caracteristica é designada por
decaimento de mendria.

Como nao existem modelos matematicos que traduzam o decaimento de memiria, optamos por
desenvolver o nosso proprio modelo. No entanto, os valores deste modelo foram definidos
de forma empirica.
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Data da interacgio Peso

Na ultima semana 1
H4 mais de uma semana e 0,75
menos de um més

H2 mais de um més e menos de 0,5
um ano

H2 mais de um ano 0,25

Tabela 9: Decaimento de memoéria em fun¢ao do tempo

Com base no tipo e na data dos contactos que o utilizador teve com um determinado
recurso R; ¢é possivel calcular o grau de apropriagao, através da seguinte expressao
matematica:

k
GAR) = ) wi X pyywi,pi € [0,1] “8)
i=1

O valor do grau de apropriagiao do utilizador com cada recurso resulta do somatério dos
pesos associados a cada uma das k interac¢oes que o utilizador teve com o recurso. Sendo

que o W; indica o peso associado ao tipo de interac¢ao e o p; diz respeito ao peso associado
a data da interaccao.

Um grau de apropriagao elevado significa que o utilizador esta familiarizado com o recurso,
deste modo, quanto menor for o grau de apropriacio maior sera a probabilidade do recurso
apresentar novidade para o utilizador.

Depois de calcular o grau de apropriagao de todos os recursos, é necessario aplicar uma
normalizacio de escala (entre 0 ¢ 1).

GA(R;) — min(GA(Ry))
max(GA(Ry)) — min(GA(Ry))

NGA(R)) = (4.9)

Onde o NGA(R]-) ¢ o grau de apropriagio normalizado para o recurso R;. O min(GA(Ry)) e

max (GA (R k)) correspondem aos valores de grau de apropriagao minimo e maximo existentes
na lista de recursos.

Os recursos que apresentem um valor normalizado do grau de apropriacio inferior a um dado
limiar (entre [0,1]), sao seleccionados para a proxima e ultima fase de filtragem (filtragem por

diversidade).
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4.4.3 Filtragem por Diversidade

A tltima etapa corresponde a filtragem por diversidade, em que ¢ seleccionado um conjunto
de recursos diversos de forma a ndo sobrecarregar o utilizador com informagiao repetida ou
muito semelhante. Nesta fase é recebida uma lista de recursos que foram previamente
seleccionados nas filtragens anteriores (filtragem por relevancia e novidade).

Se a lista for constituida por recursos de varias categorias, por exemplo, hotéis e
restaurantes, procede-se a divisdo da lista em func¢ao da categoria.

Despois de efectuada a separagdo dos recursos em func¢ao da sua categoria, o algoritmo de
diversidade procede a selec¢io de um recurso de cada lista. Sendo que este processo é
repetido até serem seleccionados o nimero de recursos desejados, ou nao existirem mais
recursos candidatos.

\ 4
A\ 4

Hotéis

Restaurantes

A

Figura 4.5: Sequéncia de selecgao

O primeiro recurso a ser seleccionado de cada lista ¢ sempre o que apresentar maior valor de
relevancia. Para seleccionar os restantes recursos, é necessario calcular a diversidade que
estes apresentam em relacdo aos recursos do mesmo tipo ja seleccionados.

A diversidade entre dois recursos é calculada através do somatoério da distancia existente
entre os atributos de ambos os recursos. Como podem existir atributos que sio mais
importantes do que outros, cada atributo esta associado a um determinado peso. Os pesos
utilizados encontram-se especificados no Anexo C - Pesos dos atributos.

K

Diff(Ri,R;) = Z (Dist(Ria,Rja)) X Wy, Wy, € [0,1] (4.10)

a=1

O R; e R; correspondem aos recursos a comparar. O Wy indica a importancia do atributo .
A funcao Dist é utilizada para calcular a distancia entre os atributos dos recursos que podem
ser numéricos, textuais ou um conjunto de 7zgs. Estas fungdes de distancia encontram-se
especificadas na Sec¢iao 2.3.1.

Apenas os recursos que apresentem um valor de diversidade supetior a um limiar f§ siao
seleccionados. No entanto, como é importante manter os recursos mais relevantes, se um
recurso candidato for muito semelhante a outro que ja tenha sido seleccionado, optamos por
escolher o que apresenta maior relevancia para o utilizador.
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4.5 Aplicagao Cliente

De forma a ser possivel os utilizadores interagirem com o servi¢o de recomendagio de
informacao, foi desenvolvida uma aplicagao cliente. Esta aplicagao também foi utilizada com
o objectivo de avaliar o servico de recomendagao num cenario com utilizadores reais.

A aplicagao cliente é um website que permite efectuar a comunicagao entre os utilizadores e o
servico de recomendacao. Através desta aplicagdao, os utilizadores podem especificar o seu
perfil, contexto e necessidades, de forma a obter as recomendagdes associadas ao pedido em
questdao. Na Figura 4.6 esta ilustrado o processo de comunicagao.

Perfil
Contexto
Necessidades

S

Servico de
recomendacdo Aplicacdo Cliente _
D:D:D Utilizadores

Lista de recursos

v

Figura 4.6: Interac¢io entre a aplicagio cliente e o servico de recomendagao

A comunicagido entre a aplicagao cliente e o servico de recomendagdo é efectuada através
dos métodos GET e POST pertencentes ao protocolo HTTP. As mensagens de
comunicagao sao estruturadas no formato J[SON.

A nivel de interface aplicagao cliente é composta por trés secgoes distintas:

e Definigées: Permite que o utilizador especifique o seu contexto (localizagdao
geografica e data/hora do dia), as necessidades e o numero de itens que deseja obtet.

e Recomendagdes: nesta sec¢ao é mostrada a lista de recomendag¢oes devolvida pelo
servico de recomendacio.

e Detalhes: nesta seccio é possivel verificar os detalhes de um determinado recurso
recomendado e a sua localizagio no mapa.

Na imagem que se segue esta representada a interface da aplicacio cliente.
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Distancia: 072 Km
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Acessos para deficientes e TS
Hoteis B Avaliar:

Limiar Relevancia
Limiar Novidade

Namero de itens

- Limiar Diversidade
Obter recomendagtes

Figura 4.7: Aplicacio cliente

Os limiares de relevancia, novidade e diversidade siao especificados pelo utilizador, no
entanto ¢é feita uma aprendizagem com base na média dos valores de limiar definidos nas
varias interac¢Oes com o sistema. Desta forma, quando os utilizadores entram no sistema, os
limiares de relevancia, novidade e diversidade sao definidos por defeito com base na média
dos limiares ja especificados pelo utilizador em interac¢oes passadas.

Para o desenvolvimento da aplicacdo cliente foram utilizadas tecnologias como: HTML?,
JSP¥, AJAX™, CSS™ e Javascript™.

28 http:/ /pt.wikipedia.org/wiki/ HTML

2 http:/ /pt.wikipedia.otg/wiki/JavaServer_Pages

30 http://pt.wikipedia.org/wiki/ AJAX

31 hetp:/ /pt.wikipedia.otg/wiki/Cascading_Style_Sheets
32 http:/ /pt.wikipedia.otg/wiki/JavaSctipt
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Capitulo 5
Resultados

Neste capitulo sdo analisados os resultados provenientes da avaliacio que foi efectuada ao
servico de recomendacao. Na Secao 5.1 ¢ apresentada a experiéncia de avaliacdo realizada,
assim como a sua discussdo. Na Secc¢ao 5.2 sio discutidos os resultados que avaliam a
precisio das técnicas de recomendacao Collaborative filtering € Demographic Filtering.

5.1 Avaliagao do Servigco de Recomendacao

Um dos objectivos do trabalho consistia em avaliar até que ponto os filtros de novidade e
diversidade contribufam para melhorar a qualidade das recomendagoes.

O processo de avaliacao consistiu em comparar dois sistemas recomendacao. Um sistema de
recomendacdo base que apenas utiliza a filtragem por relevancia e um outro sistema que
implementava a nossa abordagem (filtragem por relevancia, novidade e diversidade).

Para o estudo realizado foi utilizada uma base de dados constituida por um conjunto de 300
restaurantes que se encontram localizados no Porto. Como o estudo envolvia a participagao
de utilizadores reais, foi utilizada a aplicagao cliente referida anteriormente.

Encontra-se no Porto de férias e esta com fome. Quer gastar pouco tempo e dinheiro, logo escolhe fast-food.
As definices j se encontram preenchidas, pode j4 clicar em "Obter recomendagdes".

Definicdes Lista de recomendacdes R KFC
T Restaurante Pans & Company -0 = IS S Fora Rio Tato ]mm
i e b m Via Catarina Shopping @ fie1] Fraaohos opa | e
R Campanh. S8 o " . -
Fevdo comn gcesotl I} < I:;] ”G & da Relevindis: Disténcia: 0.39 Km e N 3 oo A2
ondomar . [+ amaide
e Ty Porto iy ~Sondom: Restaurante Pizza Hut - 0 =] =1 &1
SOORUG it 5
=885 a No\Redes do msps - Termos de Utilizacdo a Rua de Sa da Bandeira Lordelo A Cancen
Data: 2012-03-29 Hora: 15:00:00 Relevincis Disténcia: 0.37 Km ;’:J’;’ doOuro [ Cedofena | ampas s
Massarelos a [ ic23 | da
Tipo de Cozinha ¥ Bonfim
Restaurante McDonalds - 2 ez Porto
Tradicional Portuguesa | |Vegetariana Gondomar
fi) Proca caLiberdade sé
ltaliana Brasileira Distincia: 0.71 Km Sao Cosme

Chinesa
Ambiente
Romantico Sofisticado
Familiar
Prego Médio
todos @ 5€¢ 15¢€ 25¢
Formas de Pagamento
Dinheiro [/] Multibanco
Area para fumadores
Area para fumadores
Acessos para deficientes
Acessos para deficientes

Fast Food

Jovem, informal

Ralevéncia

Restaurante A Cascata - 1
Avenida da Boavista

Relevéncia Disténcia: 1.6 Km

Restaurante KFC -1

Dolce Vita Porto - Rua dos Campedes
Europeus

Relevincia: Disténcia: 327 Km
Restaurante Telepizza -1

Campus Sdo Jodo - Rua Doutor Placido Costa

3.22Km

Relevincia Distincia

Restaurante Burger King - 0
Dolce Vita Porto

Escolher o restaurante selecionado

m

Claicadle Vila Nova
An Pin

Tipo de cozinha:

Diafs) de Encerramento:

Prego Médio:

Ambiente:

Formas pagamento:

Zona fumadores:

Fast food

nformaciio n8o disponive
6.0 Euros

Jovem

nformagdo ndio disponive

nformaggo ndo disponivel

<4805 do mapa ©2012 Google, Tele Atlas - Termos de Utilizacso

Dolce Vita Porto - Rua dos Campedes Europeus,

Acessibilidade para deficientes: N&o

Decoragio: simples

Estacionamento: nformag8o ndo disponivel
Disténdia: 327Km

Exxdenesos 28-198 4350-149 Porto
Telefone: 932 445 662

Figura 5.1: Aplicacio utilizada na avaliagao

Foi construido um cenario de avaliagdo, em que se pedia aos utilizadores: “Tmagine que vocé
esta no Porto, em férias, e quer comer alguma coisa. Para economizar tempo e dinbeiro vocé decide escolber
restanrantes fast-food com um preco alvo de 5 euros.”.

Era pedido aos utilizadores que executassem trés tarefas em cada um dos sistemas (sistema
base e sistema que introduzia a novidade e diversidade). A primeira tarefa consistia em
analisar a listagem apresentada e escolher o seu restaurante preferido. A segunda e terceira
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tarefas consistiam em fazer a mesma coisa, no entanto era pedido aos utilizadores para
imaginarem que eram executadas no dia seguinte e um ano mais tarde, respectivamente.

No entanto, para avaliar melhor o efeito da novidade as tarefas deviam ser realizadas
efectivamente em dias diferentes. Mas como tal processo exigia um longo perfodo de
avaliacdo e devido a restri¢oes de tempo, optou-se por pedir aos utilizadores que realizassem
todas as tarefas de uma unica vez (sem intervalo temporal). No entanto o sistema actua
como se as tarefas tenham sido realizadas em datas diferentes.

De forma a garantir a qualidade da avaliacdo, é importante que os utilizadores nao tenham
conhecimento prévio da forma como os dois sistemas de recomendagiao se comportam.
Deste modo, os sistemas de recomendagao foram apenas identificados como “Sistema A” e
“Sistema B”. Os nomes sao atribuidos de forma aleatéria, o que implica que para um
determinado utilizar o “Sistema A” corresponda ao sistema de recomendagao base, mas para
os outros utilizadores pode corresponder ao sistema que implementa a nossa abordagem.

Depois de realizadas as trés tarefas os utilizadores foram convidados a responder a um
pequeno questionario relacionado com a experiéncia que acabaram de ter.

Q1: O sistema apresentou recomendagoes uteis?

Q2: Ewm cada tarefa, o sistema apresenton muitas recomendagoes semelbantes (poucas alternativas de
escolha)?

Q3: Nas trés tarefas o sistema apresenton sempre as mesmas recomendagoes?
Q4: Qual o sistema que considera melbor?

O teste foi realizado com 43 pessoas, sendo 22 do género masculino e 21 do género
feminino. A idade média da populagdo era de 32 anos, variando entre 17 anos e 52 anos.

Na primeira questio 100% das pessoas responderam que ambos os sistemas apresentavam
recomendagoes relevantes. O que esta de acordo com o esperado porque ambos os sistemas
implementam a filtragem por relevancia. Nesta avaliacdo a relevancia dos restaurantes foi
apenas calculada através da técnica Knowledge-based, que consiste em efectuar recomendagdes
que satisfacdo as necessidades do utilizador.

Através da questao Q2 pretendeu-se avaliar a diversidade dos restaurantes apresentados, ou
seja, até que ponto os participantes achavam que lista de restaurantes recomendados oferecia
alternativas de escolha.
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Figura 5.2: Respostas a segunda questao

Em compara¢io com o sistema base, as respostas a esta questdo foram favoraveis ao nosso
sistema (sistema ASA). No entanto ainda existiram algumas pessoas a considerar que a lista
de recomendaces apresentava restaurantes idénticos. Este resultado ¢ um pouco discutivel,
porque o sistema ASA apresentava efectivamente restaurantes diversificados: Pans &
Company, McDonalds, Pizza Hut, A Cascata, KFC. Por sua vez, o sistema base repetia
sugestdes da mesma marca. Leva-nos a concluir que diferentes pessoas podem percepcionar
a questao da diversidade de forma distinta, deste modo torna-se fundamental efectuar uma
aprendizagem do limiar de diversidade 6ptimo para cada utilizador.

Na terceira questdo pretendeu-se avaliar se o sistema apresentava novidade na lista de
recomendagOes apresentada.
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Figura 5.3: Respostas a terceira questio
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A grande maioria dos participantes concorda que o sistema base apresenta sempre a mesma
lista de recomendagoes nas trés tarefas realizadas. Em relagao ao sistema ASA achamos que
o numero de pessoas a considerar que as recomendagdes sao sempre as mesmas ¢é
demasiado elevado.

No entanto, este resultado pode ser explicado com base nos /gs de interac¢des de cada
participante. Como no geral estes participantes interagiram pouco com a lista de
recomendagoes (clicar nos restaurantes, ver restaurante no mapa, ver descricdes do
restaurante), a lista de restaurantes recomendados repetiu-se com frequéncia nas varias
interacgdes com o sistema. Porque de acordo com o filtro de novidade, todos os recursos
que o utilizador nao interagiu sao susceptiveis de apresentar novidade para o utilizador.

Na quarta questiao pretendeu-se avaliar se os participantes preferiam o sistema base (apenas
filtragem por relevancia), ou o sistema que implementava a nossa abordagem (filtragem por
relevancia, novidade e diversidade).

M Sistema ASA
M Sistema base

NS/NR

Figura 5.4: Resultados da questdo "Qual o sistema que prefere?"

A maioria dos participantes preferiu o sistema que implementava a nossa abordagem. Outro
aspecto importante é que os participantes que preferiram a nossa abordagem foram
sobretudo aqueles que se aperceberam da novidade e diversidade das recomendagdes.
Também existiram 7 participantes que optaram por nao responder, justificando que ambos
os sistemas pareciam idénticos, apesar de serem efectivamente diferentes. Existiram ainda 10
participantes que preferiram o sistema base, sendo que alguns deles justificaram que o nosso
sistema eliminava algumas recomendag¢oes relevantes.

De facto ¢ verdade, porque os restaurantes que os utilizadores se encontravam mais
familiarizados nao eram recomendados (devido ao filtro de novidade). Este facto leva-nos a
concluir que algumas pessoas, em determinadas situagoes, podem desejar obter os recursos
mais relevantes apesar de ja os poderem conhecer. Desta forma, torna-se fundamental que
os utilizadores possam decidir se desejam utilizar o filtro de novidade, podendo optar por
maximizar ou anular o seu efeito.
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5.2  Avaliagdo das Técnicas Collaborative filtering e Demographic
Filtering

Para avaliar as técnicas de recomendacao Collaborative filtering e Demographic Filtering, foi
utilizado um dataset publico da Moviel.ens™ (sistema de recomendacio de filmes).

O dataset utilizado contém 943 utilizadores que efectuaram 100,000 avalia¢Ses (escala de 1 a
5) em 1682 filmes, sendo que 80% da informacao foi utilizado para treino e 20% para teste.

Para o estudo realizado foram consideradas como métricas a precisio e a cobertura das
previsoes. A cobertura das previsdes corresponde a percentagem de itens para o qual o
sistema de recomendagao consegue efectuar previsdes. Relativamente a precisao foi utilizada
a métrica Mean Absolute Error (MAE), que permite calcular a proximidade a que as
previsoes das avaliagcdes se encontram dos dados reais.

Zu,i |ru,i - r’u,il

MAE =
N

Onde 1,; indica a avaliagio que o utilizador u atribuiu ao item i, enquanto que o 7'y
corresponde a previsao da avaliagio do utilizador u em relagao ao item i. O N indica o
numero de casos de teste.

5.2.1 Avaliagio da Técnica de Recomendagao Demographic Filtering

Como referido anteriormente, a técnica Demographic Filtering prevé a relevancia de cada
recurso com base nas avaliagbes de todos os utilizadores tém informacido demografica
semelhante (género, idade, estado civil, profissao, etc.). Deste modo o valor de relevancia é
calculado através a média de todas avaliacSes realizadas pelo conjunto de utilizadores que
téem um perfil demografico semelhante.

No dataset da MovieLens a informac¢do demografica existente sobre os utilizadores ¢ apenas
a idade, género e profissao. Embora esta informacao seja um pouco limitada, foi realizada a
avaliacdo da técnica Demographic Filtering com base nestes trés atributos.

E ainda importante referir que o atributo idade encontra-se segmentado em 6 categorias e
existem 20 profissoes diferentes. O género pode ser masculino ou feminino.

Para avaliar a precisao da técnica Demographic Filtering foi utilizada a métrica Mean Absolute
Error (MAE) referida anteriormente. Também foi verificado a influéncia do limiar que
define se os utilizadores tém um perfil semelhante.

Deste modo foram realizados quatro testes, no primeiro teste foi considerado que os
utilizadores tinham um perfil semelhante se apresentarem pelo menos 1 atributo em comum,
no segundo teste foram considerados pelo menos 2 atributos em comum e no terceiro teste
foram considerados os 3 atributos em comum.

Para termos um valor de referéncia foi efectuado outro teste que calculava a relevancia com
base na média das avaliagGes realizadas por todos os utilizadores, que neste caso consiste em

33 www.movielens.org
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considerar que os utilizadores tém um perfil semelhante quando apresentam 0 ou mais
atributos em comum.

1,2
11
E 1
=09
g 08
& 0,7
.g 0,6
T 05
o4
=03
202
01
D T T T
0 atributos 1 stributos 2 atributos 3 atributos
Minimo de atributos demograficos em comum

Figura 5.5: Precisao da técnica Demographic Filtering

Podemos verificar que quando se efectua a previsao da relevancia com base em todos os
utilizadores que avaliaram os filmes (corresponde a barra “0 atributos”) o MAE ¢ de 1,1. Ou
seja, em média a previsao da relevancia de cada filme apresenta um erro de 1,1 em relagdo a
verdadeira classificagao efectuada pelos utilizadores (escala de 1 a 5).

Quando se considerou que os utilizadores tém um perfil semelhante quando apresentam um
ou dois atributos em comum, nao se obteve resultados muito significativos. Apenas se nota
uma ligeira melhoria do valor de precisio (menor MAE) nos casos em que se considerou
que os utilizadores tém um perfil semelhante quando apresentam trés atributos
demograficos em comum.

No entanto estes resultados sao muito especificos do dataset utilizado, sendo perfeitamente
possivel que noutras situagdes a técnica Demographic Filtering apresente resultados mais

significativos. A nivel da cobertura das previsoes obteve-se o resultado detalhado na Figura
5.6.
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Figura 5.6: Cobertura da previsao da técnica Demographic Filtering

Como se pode verificar, quando se considera que os utilizadores apenas tém um perfil
semelhante quando apresentam os trés atributos demograficos em comum, a cobertura das
previsoes é de 80%. Isto significa que apenas para 80% dos filmes existentes no dataset é
possivel efectuar a previsio do valor de relevancia.

Tendo em consideracdo os resultados anteriores, verifica-se que existe um #adeoff entre a
precisao das previsoes e a taxa de cobertura das previsoes. Isto significa que para melhorar a
precisio das previsdes estd-se a comprometer a percentagem de itens para os quais é
possivel efectuar a previsio do valor de relevancia.

5.2.2 Avaliagdo da Técnica de Recomendagido Collaborative Filtering

Como referido na Seccao 2.5.2 a técnica Collaborative filtering efectua previsio do valor de
relevancia que cada recurso apresenta para um determinado utilizador, com base das
preferéncias de todos os utilizadores que tém um perfil semelhante (vizinhanga).

Neste caso os utilizadores tém um perfil semelhante quando avaliam os mesmos recursos de
forma idéntica. Desta forma a precisao das recomendag¢oes depende do limiar de semelhanga
considerado para definir o conjunto de vizinhos do utilizador alvo.

Como foi utilizado o coeficiente de Pearson Correlation para calcular a semelhan¢a dos
utilizadores, o limiar de semelhanca pode variar entre -1 e 1, em que o valor 1 corresponde
aos utilizadores que tem um perfil igual e o valor -1 significa o oposto.
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Figura 5.7: Precisao da técnica Collaborative filtering

Como se pode constatar no grafico, a precisio das recomenda¢oes melhora com o aumento
do limiar que define se os utilizadores tém perfil semelhante. No entanto, quando o limiar é
demasiado elevado existe o problema de nao ser possivel efectuar previsdes para todos os
recursos, devido ao facto de reduzir a vizinhanca de utilizadores.
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Figura 5.8: Cobertura da previsao da técnica Collaborative filtering

Para valores de similaridade superiores a 0,5 deixa de ser possivel efectuar previsdes para a
totalidade dos recursos. A medida que o limiar de similaridade se aproxima de 1, o numero
de recursos para o qual é possivel efectuar previsoes é reduzido drasticamente.

Com base nos dois graficos anteriores o valor de similaridade 6ptimo ronda os 0,5. Porque a
precisio das previsdes nao fica comprometida (apesar de nao ser a melhor) e consegue-se
efectuar a previsao para a totalidade dos recursos. Em termos de performance do algoritmo,
também ¢é importante que a vizinhanga de cada utilizador seja a mais reduzida possivel.

Com base no dataset utilizado, verificamos a técnica de recomendacio Collaborative Filtering
apresenta maior precisao do que a técnica Demographic Filtering. No entanto este resultado é
muito especifico do dataset utilizado, deste modo, nao é possivel afirmar que este resultado
se verifique em todos as situagoes.
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Capitulo 6

Conclusoes

Deste estagio resultou como produto final um servico de recomendagiao e uma aplicagao
cliente. Através da aplicagao cliente os utilizadores podem especificar o seu perfil, contexto e
necessidades de forma a obter as recomendagdes provenientes do servigo de recomendagao.

Em relacdo ao servico de recomendacdo, existiu a preocupac¢iao de tornar o sistema mais
genérico possivel, de forma a possibilitar o calculo da relevancia e diversidade de novos
recursos que sejam introduzidos no sistema. Este objectivo foi conseguido através da
utilizacdo de padroes de software (Design Pattern Factory), que permite adicionar novos recursos
de forma compativel com o processo de recomendagio ja desenvolvido.

Foi proposta uma abordagem para o processo de recomendacio que se baseia na aplicagao
de trés fases de filtragem:

e Relevancia: o objectivo ¢é seleccionar os recursos em funcio da relevancia que
apresentam para o utilizador em questao.

e Novidade: pretende-se excluir os recursos que o utilizador melhor conhece.

e Diversidade: o objectivo é reduzir a redundancia da lista de recomendagdes, de
forma a nio sobrecarregar o utilizador com informacdo repetida ou muito
semelhante.

Para avaliar se a abordagem de recomendacdo proposta permitia melhorar a qualidade das
recomendagdes, foi definido um cenario que possibilitou a participagao de utilizadores reais.

O cenario criado permitiu comparar um sistema de recomenda¢ao que implementava a
nossa abordagem, em relagio a um sistema mais tradicional que apenas efectuava as
recomendacbes com base na relevancia.

Apesar de alguns resultados niao serem tio bons como esperavamos inicialmente, ainda
assim a maioria dos participantes preferiram o sistema de recomendag¢ao que implementava a
nossa abordagem.

Como os testes nao foram realizados em contexto real, os resultados que pretendiam avaliar
a novidade das recomendag¢des podem nao corresponder totalmente a realidade. A principal
limitagao esta relacionada com o facto da passagem do tempo ser dificil de simular, o que
implica um esforgo extra por parte dos utilizadores durante a realizagdo do cenario de teste.

Outro aspecto importante ¢ o facto da novidade das recomendagdes apresentar maior
importancia quando os utilizadores interagem frequentemente com o sistema de
recomendagao. Para as pessoas que utilizem o sistema de recomendagdo pela primeira vez,
todos os recursos possiveis de recomendar apresentam novidade, pelo que nao é possivel
sentir o efeito do filtro de novidade.

Analisando o historico de interacgdes foi possivel verificar que os participantes interagiram

de forma mais frequente com os recursos que se encontravam no topo da lista de

recomendagoes. Este comportamento dos utilizadores permite-nos concluir que é benéfico
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o sistema de recomendagao apresentar um nimero reduzido de recomendag¢des, que sejam
diversificadas e apresentem alternativas ao utilizador. Deste forma o filtro de diversidade
acrescenta qualidade as recomendagbes, porque permite seleccionar um subconjunto de
recursos diversificados a partir de um conjunto de maior dimensao.

Com base nos resultados foi possivel concluir que os filtros de novidade e diversidade
permitem melhorar a qualidade das recomendagdes. O filtro de novidade ¢ util porque
promove a descoberta de novos recursos, por parte dos utilizadores. O filtro de diversidade
¢ sobretudo importante para reduzir a redundancia da lista de recomendagdes, com o
objectivo de maximizar o numero de alternativas que sio apresentadas aos utilizadores.

6.1 Trabalho Futuro

O sistema de recomenda¢ao implementa varias técnicas para calcular a relevancia dos
recursos, apesar destas técnicas terem sido avaliadas através de um dataset da Movielens
(sistema de recomendacdo de filmes), é necessario realizar uma avaliagdo mais profunda
tendo em conta o ambito do sistema de recomendacio.

A integracdo com as redes sociais (Facebook, Twitter, Google+, etc.) é uma possibilidade
para melhorar a qualidade do sistema de recomenda¢io. Uma vez que é possivel obter
informacoes adicionais sobre os utilizadores, como por exemplo os seus gostos pessoais e
caracteristicas do seu conjunto de amigos.

A informagao proveniente das redes sociais permite desta forma resolver o problema
designado por co/d start, que acontece quando um novo utilizador é introduzido no sistema e
ainda nao existe informagao sobre as suas preferéncias ou interesses.

As redes socais enumeradas anteriormente incorporam uma interface através da qual
aplicagoes exteriores podem aceder aos dados dos utilizadores (se estes o permitirem). Para
este processo ¢ utilizado o protocolo OAuth™, porque é um protocolo seguro e eficiente,
que permite o acesso de terceiras aplicacdes sem que os utilizadores tenham de fornecer as
suas credencias de acesso.

Outro aspecto importante, que deverd ser considerado, diz respeito a definicdo dos varios
pesos utilizados durante calculo da relevancia e diversidade. Num caso extremo os
utilizadores poderiam configurar os pesos de cada atributo, no entanto esta opg¢ao requer
grande interven¢ao por parte dos utilizadores, pelo que nao é do todo praticavel. Desta
forma, devera ser estudada a possibilidade do sistema aprender a importancia que cada
atributo tem para cada utilizador.

Arslan et al. [43] calcula a importancia de cada atributo em fun¢ao do numero de vezes que
este ¢ utilizado na guery de pesquisa pelo utilizador. Transpondo para o sistema de
recomendagdo, seria verificar o numero de vezes que o utilizador especifica uma
determinada necessidade. Sendo que as necessidades que ocorrem com maior frequéncia sio
susceptiveis de assumir maior importancia. Técnicas de machine learning [44] também podem
ser utilizadas para determinar os melhores valores para cada peso. Neste caso o histérico de
interaccOes dos utilizadores deve ser analisado.

34 www.oauth.net
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Anexo A

Design Pattern Factory

Com o objectivo de tornar as aplicagbes compativeis com a adigdo de novos tipos de
objectos ou produtos, ¢ comum utilizar-se a design pattern Factory”.

Uma vez que esta design pattern define um padrao que fornece uma interface para criagio de
familias de objectos, sem especificar suas classes concretas.

Creator

Product

FactoryMethody)
AnOperation() o=

ConcreteProduct [ -———----—1 ConcreleCreator

FactoryMethod(} O

Figura A.1: Design Pattern Factory

Com base na imagem anterior, podemos verificar que esta design pattern é formada pelos
seguintes elementos: o Product que define uma interface comum a todos os objectos que
podem ser criados; o ConcreteProduct que implementa a interface do Product e o ConcreteCreator
que ¢ responsavel por criar um objecto especifico.

Esta pattern é de elevada importancia para o servico de recomendacdo de informacio, uma
vez que permite introduzir novos objectos (restaurantes, museus, hotéis, etc.) de forma
compativel com todos os algoritmos ja desenvolvidos.

3 http:/ /en.wikipedia.org/wiki/Factory_method_pattern
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Anexo B

Estruturas de Dados

Como ja foi referido anteriormente, a selec¢ao dos recursos a apresentar ao utilizador ¢ feita
com base no seu perfil, contexto actual, necessidades e no histérico de interacgdes do

utilizador com os recursos.

Nesta seccao é feita uma analise detalhada das estruturas:

e Recursos

e Perfil do utilizador

e Contexto do utilizador

e Necessidades do utilizador

e Historico de interacgdes.
Recursos

Os recursos sao descritos por uma lista de atributos que corresponde a informagao que se
pretende filtrar. Estes recursos podem ser por exemplo: restaurantes, museus, hotéis etc.
Consoante o tipo de recurso podem existir atributos diferentes, na Tabela B.1 é mostrado

um exemplo associado a um recurso do tipo restaurante.

Atributo Valor

Tipo Restaurante
Latitude Numero decimal
Longitude Nuamero decimal

Horario Funcionamento

Hora abertura/Hora fecho

Tipo de cozinha Comida italiana, fastfood. ..
Zona fumadores S/N
Preco médio Nuamero

Ambiente

Romantico, Familiar. ..

Pagamento

Dinheiro, Cartao

Tabela B.1: Atributos associados a um recurso do tipo restaurante
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Na Tabela B.2 estao especificados os atributos do recurso do tipo hotel.

Atributo Valor

Tipo Hotel

Latitude Numero decimal
Longitude Numero decimal
Preco médio Nuamero
Decoracio Moderna, clissica
Numero de estrelas [1,2,3,4,5]

Tabela B.2: Atributos associados a um recurso do tipo hotel

Perfil demografico do utilizador

O conceito de perfil do utilizador refere-se a um conjunto de atributos que permitem
identificar e descrever um utilizador. Na Tabela B.3, estio especificados os atributos que
poderio fazer parte do perfil demografico do utilizador.

Atributo Valor

Género Masculino/Feminino

Profissiao Nome Profissio

Nivel financeiro Baixa, Media, Alta

Data Nascimento AAAA/MM/DD

Estado civil Solteiro, casado, divorciado,
viuvo.

Nacionalidade Portuguesa, Francesa...

Tabela B.3: Perfil do utilizador

Contexto

O contexto do utilizador refere-se a descricdo do meio ambiente em que o utilizador se
encontra inserido no momento em que utiliza o sistema. De um modo geral, o contexto ¢é
definido com base na dimensao temporal e espacial.
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Na Tabela B.4 esta especificada a lista de atributos que definem o contexto.

Atributo Valor

Data AAAA/MM/DD
Hora HH:MM:SS
Latitude Numero decimal
Longitude Numero decimal
Temperatura Celsius (°C)

Estado do tempo Chuva, sol, nublado
Feriado Sim/Nio

Tabela B.4: Atributos do contexto

Necessidades do utilizador

As necessidades do utilizador sao definidas por um conjunto de tuplos: atributo, operador e
valor. O atributo refere-se a uma caracteristica dos recursos que o utilizador pretende
seleccionar e o conjunto operador/valor permite descrever quais os recursos que o utilizador
pretende obter.

Na Tabela B.5 encontram-se detalhados os tipos de operadores que poderao ser utilizados
para especificar as necessidades do utilizador.

Operador Descrigao

> Maior

>= Maior ou igual
< Menor

<= Menor ou igual
= Igual

Tabela B.5: Operadores permitidos na defini¢ao das necessidades

Através deste conjunto de atributo/operador/valor é possivel especificar as necessidades do
utilizador de uma forma bastante simples e intuitiva.
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Na Tabela B.6 é apresentado um exemplo de uma lista de necessidades de um determinado
utilizador.

Atributo Operador Valor

Tipo = Restaurante
Preco < 50€
Distancia <= 2Km

Tabela B.6: Exemplo de definicao de necessidades

Com base na informagao existente na tabela, sabemos que o utilizador esta interessado em

restaurantes que tenham um pre¢o menor a 50€ e que se encontrem a uma distancia menor
ou igual a 2 Km.

Histoérico de interaccoes

O histérico de interacgdes de um utilizador com um determinado recurso tem uma enorme
importancia para o correcto funcionamento do servigco de recomendagao, principalmente na
componente de calculo do grau de apropriacio que permite classificar os recursos em
funcao do seu valor de novidade.

Na Tabela B.7 apresentam-se os atributos que permitem definir o historico de interacgdes de
um utilizador com um recurso num determinado contexto.

Histoérico de interaccoes

Identificador do utilizador

Identificador do recutso

Tipo de interacg¢do

Data da interac¢ao

Tabela B.7: Atributos do histérico de interacgoes

Através da tabela anterior é possivel verificar que para cada interac¢ao, existe um
identificador que permite relacionar um utilizador com o recurso.

O atributo tipo de interacgao refere-se ao tipo de contacto que o utilizador teve com o
recurso em questao. Este contacto pode ser apenas visualizagdo de um recurso no ambito de
uma listagem, ou algo mais especifico como visualiza¢ao dos detalhes de um recurso, pedir
direcgdes para um recurso e avaliar um recurso.
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Anexo C

Pesos dos atributos

Neste anexo estio especificados os pesos utilizados nos atributos que definem os recursos
do tipo “Restaurante” e “Hotel”. Estes pesos permitem definir a importancia que cada
atributo apresenta para o calculo do valor de relevancia, numa situagao em que o utilizador

especifica as suas necessidades.

Restaurantes
Atributo Peso
Tipo cozinha 0.3
Ambiente 0.05
Z.ona fumadores 0.1
Formas de Pagamento 0.05
Preco médio 0.3
Distancia geografica 0.2

Tabela C.1: Pesos dos atributos que definem os restaurantes

Hotéis
Atributo Peso
Numero de estrelas 0.3
Decoracao 0.1
Preco médio 0.3
Distancia geografica 0.3

Tabela C.2: Pesos dos atributos que definem os hotéis

Nesta fase os pesos dos atributos foram definidos por defeito de forma empirica. No
entanto, como trabalho futuro ¢ necessario estudar a possibilidade de efectuar uma
aprendizagem da importancia que cada atributo apresenta para cada utilizador em concreto.
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Anexo D

Especificacdao de Software

Neste anexo estio especificados os seguintes diagramas UML: casos de uso, diagrama de
actividades, diagrama de classes, diagrama de sequéncia.

Diagrama de actividades

O diagrama que se segue representa o fluxo que ¢ realizado pelo servico ASA no processo
de recomendacio de recursos.
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Figura D.1: Diagrama de actividades do servico ASA
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Este diagrama descreve as actividades que compoem o servico, mostrado a sua relagao e
ordem de execugdao. De um modo geral, podemos dizer que existem quatro fases distintas:
validagao dos dados recebidos, filtragem dos recursos segundo o seu valor de relevancia,
filtragem dos recursos segundo o seu valor de novidade e filtragem dos recursos com base
no seu valor de diversidade.

Na fase inicial, a aplicacio recebe os dados necessarios, como o perfil do utilizador, o
contexto actual, as necessidades do utilizador.

Depois dos dados serem recebidos, é necessario proceder a sua validagao. Caso estes dados
nao passem no teste de validagao o pedido de recomendagio de recursos sera ignorado; caso
contrario avanga-se para a etapa do calculo do valor de relevancia de cada recurso.

A relevancia de cada recurso resulta da distancia entre o valor dos seus atributos e o valor
desejado pelo utilizador. Apenas os recursos que apresentem um valor de relevancia maior
que um limiar previamente definido, serdo adicionados a lista de recursos relevantes.

Apbs a construgiao de uma lista com os recursos relevantes, surge a fase de seleccionar os
recursos que apresentam maior valor de novidade. Deste modo, é necessario calcular o valor
de novidade de cada um dos recursos existentes na lista de relevancia, e seleccionar aqueles
que possuem um valor de novidade superior a um dado limiar.

O calculo da novidade ¢é efectuado através do grau de apropriagao, que define a relagao que
o utilizador tem com um determinado recurso com base no seu histérico. O historico de
interacgdes que cada utilizador teve com um determinado recurso é obtido através do
servico IS (que é responsavel por gerir o histérico de interacgoes de cada utilizador). Como
resultado, obtém-se uma lista contendo apenas os recursos mais surpreendentes para um
dado utilizador.

Depois de obtida a lista de recursos filtrados segundo a sua relevancia e novidade, procede-
se a selecgdao dos recursos que sao mais distintos entre si, desta forma obtém-se um conjunto
de recursos diversos.

Para se obter o valor de diversidade de um recurso, é necessario calcular a diferenca entre os
valores médios dos atributos dos recursos ja seleccionados e o respectivo recurso, sendo que
o primeiro recurso seleccionado é o mais relevante.

O recurso que apresente maior diversidade em relagdo aos recursos ja seleccionados sera
adicionado a lista de recursos diversos, apenas se o seu valor de diversidade for maior que
um limiar previamente definido. De modo a evitar a seleccao de muitos recursos, ¢é
estipulado previamente o nimero maximo de recursos que a lista pode conter.

A dltima tarefa corresponde a devolu¢ao de uma lista que possuiu os recursos diversos,
classificados segundo o seu valor de relevancia e novidade.
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Diagrama de classes

Nesta seccio esta especificado o diagrama de classes que representa o servico a desenvolver,
bem como uma breve explica¢ao do seu funcionamento.
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Figura D.2: Diagrama de Classes

Neste diagrama de classes estdo representadas as classes que definem o servigco, bem como
os seus atributos, métodos e forma de relacionamento. Como ja foi visto anteriormente, esta
aplicacdo pode se dividir em trés partes distintas: calculo do valor de relevancia, novidade e
diversidade dos recursos existentes. Desta forma as classes Relevance, Novelty e Diversity
assumem o papel principal.

O servico vai receber informagao sobre o perfil, contexto, necessidades do utilizador e ainda
a possibilidade de receber uma lista de recursos a classificar, deste modo, é necessario
garantir que os dados recebidos sio validos. Para efectuar todo o processo de validagao sera
utilizado a classe Validator.
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Caso se verifique que os recursos a classificar ndo foram enviados no pedido, o servigo ASA
tera de comunicar com o servico IS, de forma a obter os recursos existentes na base de
conhecimento. Todo o processo de comunica¢ao com o servigo IS é da responsabilidade da
classe IsManager .

Como este servico pode ser utilizado em diversas situa¢Oes, é necessario tornar as classes e
métodos o mais genérico possivel. Desta forma, sera possivel acrescentar numa fase
posterior, outras classes que permitam representar novos tipos de recursos.

Como se pode ver no diagrama, existe a classe Relvance, que é uma generalizagao das classes
especificas que permitem calcular a relevancia de cada tipo de recurso. Estas classes sdo as
seguintes: RelevanceNews, RelevanceMuseums, RelevanceRestaurants.

Com o objectivo de tornar a aplicagdo genérica, criou-se a classe RelevanceFactory. Esta classe
representa uma Factory Pattern e define uma interface que permite criar objectos de acordo
com o tipo de recurso, desta forma ¢ facil adicionar novas classes que permitam calcular a
relevancia de diferentes tipos de recursos.

De forma a ser possivel calcular a relevancia de um conjunto de recursos, criou-se a classe
RelevanceFactoryClient. Esta classe comunica com a classe RelevanceFactory, de modo a obter o
objecto que representa cada tipo de recurso, e ¢ ainda responsavel por devolver uma lista
ordenada contendo os recursos mais relevantes.

Apesar de poderem existir diversos de tipos de recursos, a forma de calcular o valor de
relevancia ¢ semelhante. Desta forma, foi criada uma classe Distance que permite auxiliar no
calculo do valor de relevancia e é partilhada por todos os tipos de recursos.

A classe responsavel por calcular o valor de novidade dos recursos é a Novelty, esta classe
tem um método gezNovelty que recebe uma lista de recursos e devolve o conjunto de recursos
mais surpreendentes, aqueles que possui um valor de novidade superior a um dado limiar.

O calculo da novidade esta relacionado com grau de apropriacao, este grau define a relacio
que um utilizador tem com um recurso com base no seu histérico de interacgoes. Para obter
o histérico de interac¢des de cada utilizador ¢é utilizado a classe IsManager, que tem a
responsabilidade de efectuar um pedido ao servigo IS e este ¢ encarregue de devolver a lista
de interac¢Oes existentes (na base de conhecimento) para o utilizador especificado.

Para o calcular o valor de diversidade dos recursos, é necessario criar classes especificas que
permitam comparar recursos do mesmo tipo, deste modo, estamos perante uma situagao
idéntica ao do calculo da relevancia. Por isso, também se utilizou a pattern Factory, a
DiversityFactory, que permite criar objectos consoante o tipo de recurso.

Como a forma de calcular o valor de diversidade dos varios tipos de recursos, contém partes

idénticas, a classe Diversity também ira utilizar a classe Distance, uma vez que esta classe
possuiu métodos que permitem auxiliar no calculo do valor de diversidade.
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